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Derin Ogrenme ile Kus Tiirii Simflandirma: Karsilastirmah Bir
Calisma

Bird Species Classification Using Deep Learning: A Comparative
Study

Onemli noktalar (Highlights)
% Derin ogrenme kullanarak siniflandirma / Classification using deep learning

s VGGI6, ResNet50, ResNet152V2, InceptionV3, MobileNet ve DenseNet121 modelleri ile kusg tiirii tahmini
Bird species prediction with VGG16, ResNet50, ResNet152V2, InceptionV3, MobileNet and DenseNet121

s Farkli derin 6grenme modelleri i¢in elde edilen deneysel sonuglarin kapsamli bir sekilde karsilastirmast
Comprehensive comparison of experimental results obtained for different deep learning models

Grafik Ozet (Graphical Abstract)

Bu ¢alismada kus tiirlerinin siniflandirmast icin alti farkly derin 6grenme modeli uygulanmis ve deneysel sonuglar
kapsamli bir sekilde karsilastirilmistir. / In this study, six different deep learning models have been applied for the
classification of bird species and the experimental results have been compared comprehensively.
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Amag (Aim)

Bu ¢alismanin amact kus goriintiileri iizerinde derin 6grenme ile kus tiirii siniflandirma gergeklestirmektir. / The
aim of this study is to perform bird species classification using deep learning on bird images.

Tasarum ve Yontem (Design & Methodology)

Bu ¢alismada VGGI16, ResNet50, ResNetl152V2, InceptionV3, MobileNet ve DenseNetl21 derin 6grenme
modelleri kapsaml bir sekilde karsilagtirilmistir. / In this study, VGG16, ResNet50, ResNet152V2, InceptionVs,
MobileNet and DenseNet121 deep learning models are compared comprehensively.

Ozgiinliik (Originality)

Bu calisma, bu kadar fazla kus tiirii ve veri kullanarak ¢ok sayida mimariyi kapsamli olarak analiz eden ilk
calismadir. Calismada elde edilen basar: orani gz oniine alindiginda uygulanabilirligi olduk¢a yiiksektir. / This
study is the first to comprehensively analyze a large number of architectures, using so many bird species and data.
Considering the success rate obtained, applicability of the study is quite high.

Bulgular (Findings)

Deneysel sonuglar, DenseNet121 modelinin kus tiirii siniflandirmada diger modellerden daha basarili oldugunu
gostermigtir. / The experimental results have shown that DenseNet121 model is more successful than other models,
in bird species classification.

Sonuc (Conclusion)
Gelistirilen uygulama ile bir goriintiideki kusun tiirii farkli derin 6grenme modelleri ile tahmin edilmektedir. / With

the developed application, the species of the bird in an image is predicted using different deep learning models.

Etik Standartlarin Beyani (Declaration of Ethical Standards)

Bu makalenin yazar(lar): ¢alismalarinda kullandikiar: materyal ve yontemlerin etik kurul izni ve/veya yasal-iozel
bir izin gerektirmedigini beyan ederler. / The author(s) of this article declare that the materials and methods used
in this study do not require ethical committee permission and/or legal-special permission.
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Derin Ogrenme ile Kus Tiirii Smiflandirma:
Karsilastirmali1 Bir Calisma

Arastirma Makalesi / Research Article

Mehtap MUTLU BILGIN, Kevser OZDEM", M. Ali AKCAYOL
Miihendislik Fakiiltesi, Bilgisayar Miih. Boliimii, Gazi Universitesi, Tiirkiye
(Gelis/Received : 29.03.2021 ; Kabul/Accepted : 23.08.2021 ; Erken Goriiniim/Early View : 07.09.2021)
oz

Kus tiirlerini goriintii lizerinden siniflandirmaya yonelik caligmalar hem goriintii icerisindeki renk ve desen ¢oklugu hem de
birbirine ¢ok yakin goérsel dzelliklere sahip olmalarindan dolay1 olduk¢a zordur. Bu ¢alismada kus tiirlerinin siniflandirmast igin
alt1 farkli derin 6grenme modeli uygulanmis ve deneysel sonuglar kapsamli bir sekilde karsilastirilmustir. Veri kiimesi olarak 225
kus tiirline sahip toplam 31316 kus goriintiisii olan 250 Bird Species isimli veri kiimesi kullanilmistir. Calismada 1125 tane goriintii
test ve 1125 tane goriintii ise dogrulama i¢in kullanilmi  stir. Veri kiimesi {izerinde sirasiyla VGG16, ResNet50, ResNet152V2,
InceptionV3, MobileNet ve DenseNet121 derin 6grenme modellerinin dogruluk, kesinlik, hassasiyet ve F1-skoru degerlerine gore
karsilastirmasi yapilmistir. Yapilan deneysel c¢alismalarda, VGG16 ile %94,6, ResNet50 ile %47,2, ResNet152V2 ile %96,2,
InceptionV3 ile %97,5, MobileNet ile %96,9 ve DenseNet121 ile %98,2 dogruluk degerleri elde edilmistir. En yiiksek kesinlik
degeri 0,99, hassasiyet degeri 0,99 ve F1-skor degeri 0,99 olarak DenseNet121 ile elde edilmistir.
Anahtar Kelimeler: Kus tiirii simflandirma, VGG16, resnet50, resnet152v2, inceptionv3, mobilenet, densenet121.

Bird Species Classification Using Deep Learning: A
Comparative Study

ABSTRACT

Studies to classify bird species on the basis of images are very difficult due to both the abundance of colors and patterns in the
image, and their very close visual characteristics. In this study, six different deep learning models have been applied for the
classification of bird species and the experimental results have been compared comprehensively. A dataset named 250 Bird Species,
which includes a total of 31316 bird images with 225 bird species, was used as dataset. In the study, 1125 images have been used
for the test and 1125 images for the validation. The comparison of VGG16, ResNet50, ResNet152V2, InceptionV3, MobileNet and
DenseNet121 deep learning models have been made on the dataset respectively, according to the accuracy, precision, recall and
F1-score values. In experimental studies, 94.6% accuracy value has been obtained with VGG16, 47.2% with ResNet50, 96.2%
with ResNet152V2, 97.5% with InceptionV3, 96.9% with MobileNet and 98.2% with DenseNet121. DenseNet121 obtained the
highest precision value as 0.99, sensitivity value as 0.99 and F1-score value as 0.99.

Keywords: Bird species classification, VGG16, resnet50, resnet152v2, inceptionv3, mobilenet, densenet121.

1. GIRiS (INTRODUCTION)

Kuslar, birbirinden farkli renkleri, tiiyleri, boyutlar1 ve
otigleri ile diinyadaki nadide canlilardandir. Bilim
adamlan tarafindan olusturulmus 40 takim igerisinde,
yaklagik 10000 farkli kus tiirii mevcuttur. En ¢ok goriilen
ve ilgi ¢eken canli gruplarindan biri olarak kuslar, diinya

Ge ve arkadaglari tarafindan 2015 yilinda gergeklestirilen
bir ¢alismada, ince taneli kus tiirlerinin siniflandirilmasi
icin hiyerarsik alt kiime Ogrenmeye dayali yeni bir
yontem  &nerilmigtir  [3].  Onerilen  ydntemde,
Convolutional Neural Network (CNN) kullanilarak veri
kiimesinden o&zellikler tiiretilmektedir. Giiglii gorsel

iizerindeki en yaygin hayvan grubu olarak bilinmektedir.
Diger canlilarda oldugu gibi kus tiirleri de biyogesitlilik
arastirmalariin temellerini olusturmaktadir. Ancak bir
tiirlin nasil olugtugu ile ilgili siire¢, karmasik ve {izerinde
tartigtlmakta olan bir konudur [1, 2].

Literatiirde derin 6grenmenin siniflandirma alanindaki
kullanimina yonelik ¢ok sayida ¢alisma bulunmaktadir.
Ancak, derin 6grenme kullanilarak kus tiirlerinin tespit
edilmesi iizerinde ¢aligmalarin devam ettigi ve oldukca
zor bir siiflandirma problemidir [13-15].

*Sorumlu Yazar (Corresponding Author)
e-posta : kevserozdem@gazi.edu.tr

korelasyonlara sahip siniflarin alt kiimeler halinde
gruplandirildigi bir benzerlik agaci olusturulmaktadir.
Daha sonra, gorsel olarak benzer siniflarin ayrt
edilebilmesi igin gligli ayirt etme giiciine sahip bir
siiflandirict kullanilarak her bir alt kiime i¢in 6grenme
gergeklestirilmektedir.  Caltech200-2011  kus  veri
kiimesinde gerceklestirilen deneysel c¢alismalarda
%72,70 oraninda dogruluk degeri elde edilmistir.

Niemi ve arkadaslari tarafindan 2018 yilinda yapilan
calismada otomatik kus tanimlama i¢in yeni bir sistem
onerilmistir [4]. GoOriintii smiflandirma i¢in derin
Ogrenme algoritmasi ile egitilmis CNN modeli
kullanilmistir. Ayrica, goriintiilerin dondiirildigi ve
istenen renk sicakliklarina gore donistiiriildiigii bir veri
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biiylitme yontemi Onerilmistir. Nihai tanimlama, radar
tarafindan saglanan parametrelerin bir birlesimine ve
goriintii siiflandiricinin  tahminlerine dayanmaktadir.
Onerilen sistem manuel olarak toplanan 9312 orijinal
goriintiiyli iceren bir veri kiimesinde test edilmistir.
Goriintli siniflandirma hassasiyeti 0,9463 olarak elde
edilmistir. Bu ¢aligmada, beyaz kuyruklu kartal ve kiigiik
kara sirtl marti isimli iki 6nemli kug tiirii i¢in Receiver
Operating Characteristic (ROC) egrisi altinda kalan
alanlar sirastyla 0,9993 ve 0,9496 olarak bulunmustur.

Liu ve arkadaglart tarafindan 2018  yilinda
gerceklestirilen ¢aligmada Little Birds in Aerial Imagery
(LBAI) kus tespiti i¢in yeni bir veri kiimesi olarak
sunulmustur [5]. Calismada, bu veri kiimesi kullanilarak
derin 6grenme yontemlerinin diisiik ¢oziintirlikli kiigiik
nesne algilamadaki performanslart iyilestirilmektedir.
LBALI, boyutlar1 10 piksel ile 40 piksel arasinda degisen
kuslar1 igermektedir. Yapilan deneysel calismalarda, U-
Net ve Mask Region-based CNN (R-CNN) gibi kiigiik
ornek segmentasyon yontemlerine ek olarak You Only
Look Once (YOLO) v2, Single Stage Headless (SSH) ve
Tiny Face gibi nesne algilama yontemlerini igeren derin
6grenme mimarileri de LBAI verisine uygulanmistir.
Deneysel sonuglar SSH'nin kolay durumlar igin en
basarili yontem oldugunu gostermistir. Tiny Face ise zor
durumlarda, yani karmasik bir arka planin kuslar1 tespit
etmeyi zorlastirdig1 durumlarda, diger yontemlere gore
en iyi performansi saglamistir. Kiigiik Ornek
segmentasyon yontemleri arasinda ise U-Net, Mask R-
CNN'e gore daha iyi performans elde etmistir.

Das ve arkadaslarmin 2018 yilinda yayimlanan
calismasinda, ¢ok asamali egitim ile transfer 6grenmeye
dayali bir yontem tanitilmistir [6].  Gorlintiilerden
kuslarin hem lokalizasyonunu hem de tiiriinii elde etmek
igin PreTrained Mask R-CNN, InceptionV3 ve
InceptionResnetV2 aglarindan olusan bir topluluk
modeli kullanilmistir. Computer Vision and Image
Processing (CVIP) 2018 kus tiirleri yarismasinda
saglanan yliksek ¢oziiniirliiklii goriintiilerden olusan veri
kiimesi {izerinde gergeklestirilen veri artirmanin
sonucunda egitim veri kiimesi 150 goriintiden 1330
goriintiiye yiikseltilmistir. Deneysel sonuglarda, F1 skoru
degeri 0,5567 olarak elde edilmistir.

Huang ve arkadaslar1 tarafindan 2019 yilinda, 27 Tayvan
endemik kus tiirliniin taninmasi {izerine bir calisma
yapitlmistir [7]. Calismada, 27 kus tiriine ait 3563
gorlintiiden olusan veri kiimesi kullanilarak bir derin
ogrenme platformu gelistirilmistir.  Gorlintiilerdeki
belirgin 6zelliklerin yerellestirilmesi igin CNN modeli
kullanilmustir. Ozellik ¢ikarimini iyilestirmek igin 6nceki
ve mevcut katmanlarin ¢iktilarini  dogrusal olarak
birlestiren bir baglanti atlama ydntemi ve olasilik
dagilimi  elde etmek i¢in softmax fonksiyonu
kullanilmistir. Gelistirilen sistem egitim veri kiimesi igin
%98,70 dogrulukla kuslar1 algilayip ayirt edebilmektedir.
Deneysel sonuglara gore bu dogruluk degeri normal bir
CNN modelinde %93,98, Support Vector Machine
(SVM) modelinde ise %89,00 olarak elde edilebilmistir.
Test kiimesi iizerinde yapilan deneylerde ise, ortalama

hassasiyet, kesinlik ve dogruluk degerleri sirasiyla
%93,79, %96,11 ve %95,37 olarak elde edilmistir.

Hong ve arkadaslarimin 2019 yilinda yayimlanan
caligmasinda, Region-based Fully  Convolutional
Network (R-FCN), Faster R-CNN, Retinanet, Single
Shot MultiBox Detector (SSD) ve YOLO gibi kus
algilama modelleri olusturulmustur [8]. Tiim modellerin
performansi, hesaplama hizlari ve ortalama hassasiyetleri
kargilagtirtlmigtir.  Egitim  igin 113466  kusun
goriintiilerini igceren 21914 hava fotografi, dogrulama
icin 3847 hava fotografi ve 20178 kus goriintiisii
kullanilmusgtir. Test igin ise 17462 kusa ait toplam 3513
hava fotografi kullanilmigtir. Deneysel sonuglar,
modeller arasinda R-CNN'nin en dogru, YOLO
modelinin ise daha kisa silirede sonuglar iirettigini
gdstermistir. Derin 6grenme tabanli modellerin insansiz
Hava Aract (IHA) hava fotograflari kullanilarak kus
tespiti ve nihayetinde vahsi hayvanlari izlemek igin
uygun oldugu belirtilmistir.

Islam ve arkadaslarinin 2019 yilinda gergeklestirdikleri
calismada, Bangladesli kuslari tiirlerine gore tanimlamak
icin bir makine 6grenmesi yaklasimi dnerilmektedir [9].
Kus goriintiilerinden 6zelliklerin ¢ikarilmasi igin Visual
Geometry Group-16 (VGG16) ag kullanilmustir.
Smiflandirmay1 gergeklestirmek i¢in Banglades'in farkli
kus tiirlerinin resimlerini igeren bir veri kiimesi
kullanilmistir.  Cesitli  siniflandirma  yontemleri
kargilastirilmig ve her biri igin farkli sonuglar elde
edilmistir. Deneysel sonuglarda, Random Forest ve k-
Nearest ~ Neighbor  (k-NN) gibi  smiflandirma
yontemlerine kiyasla SVM ile %89 oraninda bir
dogrulukla en iyi performans saglanmistir.

Gavali ve arkadaglarinin 2019 yilinda yaptiklari ¢caligma,
kus tiirii tespitinde egitim ve test amagli olarak Caltech-
UCSD Birds 200 [CUB-200-2011] wveri kiimesi
kullanilmistir [10]. Calismada, 200 farkli kus tiiri ve
11788 resim igeren veri kiimesindeki goriintiiler, gri
tonlama formatina doniistiirilmiistiir. Ubuntu 16.04
igletim sistemi ve TensorFlow kiitiiphanesi kullanilarak
yapilan deneysel analizlerde onerilen algoritmanin %80
ile %90 arasinda bir tanimlama dogruluguna ulastig1
gosterilmistir.

Raquel ve arkadaslar1 tarafindan 2019 yilinda
gerceklestirilen ¢aligmada, Filipin kus tiirlerinin derin
ogrenme kullanilarak siniflandirmasi igin bir yaklasim
sunulmustur [11]. Mevcut kus tiirii veri kiimelerinin
¢ogunun Kuzey Amerika gibi belirli bolgelerdeki
kuslarla sinirli oldugu belirtilerek Filipin kus tiirleri i¢in
bir veri kiimesi olusturulmustur. CNN aglarinin goriinti
simiflandirmadaki performansinin ¢ok verimli oldugu
ancak, siiflandirmada yiiksek bir dogruluk elde etmek
i¢in ¢ok biiylik bir veri kiimesi ve 6nemli miktarda egitim
stiresi gerektigi anlatilmigtir. Bu nedenle, Google'in 1000
farkl1 kategoriye sahip olan InceptionV3 isimli dnceden
egitilmis modeli, TensorFlow kullanilarak 50 Filipin kus
tiirtinii siniflandirmak i¢in yeniden egitilmistir. Deneysel
sonuglarda, Filipin kus tiirleri siniflandirmasi i¢in %94
oraninda bir dogruluk elde edilmistir.
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Ragip ve arkadaslariin 2020 yilinda yaptiklar
caligmaya gore Residual Network (ResNet), derin
o6grenmede kullanilan en iyi onceden egitilmis CNN
aglarindan biridir [12]. Calismada, giris gériintiilerinden
kuslar1 tek tek tanimlayabilen bir derin 6grenme modeli
Onerilmigtir. Gorlintiileri kodlamak i¢in temel modele
sahip  onceden  egitilmis ResNet  modelinden
yararlanilmigtir. Kuslar, insan bakis acisindan farkli
boyutlarda, sekillerde, renklerde goriilebilmektedir. Bu
nedenle, yliriitillen deneylerde, tanima performansini
artirmak i¢in farkli boyutlarda ve hizda kuslar
kullanilmustir. Yapilan siniflandirmada %97,98 oraninda
bir dogruluk degeri elde edilmistir.

Gavali ve arkadaslari, 2020 yilinda yayimlanan
caligmalarinda, kus tiirleri siniflandirmasi igin Deep
CNN (D-CNN) kullanmustir [13]. Calismada, egitim ve
test i¢in Caltech-UCSD Birds 200 [CUB-200-2011]
verileri kullanilmistir. Siniflandirma, D-CNN ve paralel
islem GPU teknolojisi kullanilarak gergeklestirilmistir.
TensorFlow kitapligina sahip Linux isletim sistemlerinde
ve 2 GB RAM ile NVIDIA Geforce GTX 680
kullanilarak gergeklestirilen deneysel sonuglar, D-CNN
algoritmasinin kus tiirlerini %88,33 oraninda tahmin
edebilecegini gostermektedir.

Raj ve arkadaslari tarafindan 2020 yilinda yapilan

calismada, kus goézlemcilerinin, kuslart  dogal
ortamlarinda  tanimlayabilmeleri  i¢in  bir  arag
gelistirilmistir [14]. Bunun igin, 60 kus tiiriini

taniyabilecek bir derin 6grenme modeli 6nerilmistir. Bu
modelde, CNN  algoritmasint  kullanarak  kus
goriintiilerinden bilgi ¢ikarilmaktadir. Microsoft'a ait
Bing Gorsel Arama API v7 kullanilarak 8218 goriintii
iceren yeni bir veri kiimesi olusturulmustur. Verilerin
80:20 oraninda rastgele boliinmesi saglandiktan sonra
yapilan deneylerde, egitim kiimesinde siniflandirma
dogruluk oram1 %93,19, test kiimesinde ise %84,91
olarak elde edilmistir. Deneylerin tamami TensorFlow
kiitiphanesi ve Adam Optimizer kullanilarak Windows
10 isletim sistemi tizerinde gergeklestirilmistir.

Chakraborti ve arkadaslarinin 2020 yilinda yayimlanan
makalesinde, kus  tlirlerinin  ayrintili  gorsel
smiflandirmast  igin  Collaborative =~ Convolutional
Network (CoCoNet) adi verilen ugtan uca derin bir ag
sunulmustur [15]. Ag, bir seferde bir goriintiiyii almak
yerine egitim Orneklerini bir biitlin olarak alarak
ozellikleri 6grenmesi saglanmaktadir. Caligmada, temsili
bir ornek olarak ince taneli kus tiirleri siniflandirma
problemi iizerinde deneyler yapilmistir, ancak yontemin
diger benzer gorevlere de uygulanabilecegi belirtilmistir.

Bu calismada, derin 6grenme ile kus tiirii siniflandirma
iizerine yapilan ¢aligmalarin analizi yapilmistir. VGG16,
ResNet50, ResNet152V2, InceptionV3, MobileNet ve
DenseNetl21 derin 6grenme mimarileri 225 kus tiirtine
ait 33566 goriintiiden olusan bir veri kiimesi lizerinde test
edilmistir. Farkli derin 6grenme mimarilerine ait test
sonuglari, dogruluk, kesinlik, hassasiyet ve F1-skoru
degerlendirme olgiitleri  kullanilarak  kargilagtirmali
olarak sunulmustur. En yiiksek kesinlik degeri 0,99,

hassasiyet degeri 0,99 ve Fl-skor degeri 0,99 olarak
DenseNet121 ile elde edilmistir.

2. KUS TURU SINIFLANDIRMA (BIRD SPECIES
CLASSIFICATION)

Glinlimiizde, tiirleri ve popiilasyonlar1 karsilagtirmak i¢in
temel olarak, tek niikleotid polimorfizmleri veya
mikrosatelitler gibi ¢ok sayida belirtegten yararlanan
genomik ve transkriptomik yaklasimlar kullanilmaktadir.
[16]. Kuslarin = siniflandirilmasinda  ise  genetik
farkliliklar, biyocografya, tiiy desenleri ve otiis sekilleri
gibi kriterler biiylik rol oynamaktadir [2].

Kus tiirlerinin taninmasi, sahip olduklar1 6zellikler
bakimindan olduk¢a giictiir. Son zamanlarda gelisen
yapay zeka teknolojileri ile canlilarin siniflandirilmasi bu
alamin konusu olmaya baglamistir. Ozellikle makine
O6grenmesinin giindeme gelmesi ile tiirlerin taninmasi
konusunda birgok arastirma yapilmustir. Klasik goriintii
isleme yontemlerinden yararlanilarak gergeklestirilen
calismalarda, oOncelikle tiirlerin ayirt edilebilecegi
Ozelliklerin  ¢ikartilmasi  gerekmektedir  [29-32].
Arastirmalara bakildiginda makine 6grenmesinin bir alt
dal1 olan derin 6grenmenin, sagladigi kolayliklarin da bir
sonucu olarak bu alanda ¢ok¢a kullanilmaya baslandigt
saptanmustir. Derin O6grenme, bilgisayarlarin
deneyimlerden Ogrenmesini saglayan bir makine
6grenimi bigimidir. Bilgisayar, deneyimden kendisi bilgi
topladigr igin ihtiya¢ duydugu tiim bilgilerin bir insan
tarafindan saglanmasina gerek kalmamaktadir. Derin
O0grenme, bilgisayarin diinyayr kavramlar hiyerarsisi
acisindan  anlamasini  saglamaktadir. Kavramlarin
hiyerarsisi, bilgisayarin karmasik kavramlar1 daha basit
olanlardan olusturarak 6grenmesini saglamaktadir [17].

Derin 6grenme alaninda kus tiirlerinin taninmasi ile ilgili
literatiire bakildiginda en ¢ok kullanilan yontemin CNN
oldugu goriilmektedir. En popiiler derin sinir aglarindan
biri olan CNN, admi evrisim adi verilen matrisler
arasindaki matematiksel dogrusal islemden almaktadir.
Evrisimli katman, dogrusal olmayan katman, havuz
katman1 ve tam baglantili katman gibi birden ¢ok
katmandan olusmaktadir. Dogrusal olmayan katman,
gretilen  ¢iktiyr  sinirlayarak  ayarlamak  igin
kullanilmaktadir. Havuz katmani, asagi oOrnekleme
yaparak daha sonraki katmanlar icin karmagikligi
azaltmaktadir. Tam baglantili katmandaki her diigiim,
onceki ve sonraki katmandaki her diiglime dogrudan
baglanmaktadir. CNN, makine 6grenimi problemlerinde
miikemmel bir performansa sahiptir. Ozellikle ImageNet
gibi goriintli verileriyle ilgili uygulamalarda verimli
sonuglar elde edilmistir [18].

Kus tiirii simiflandirma uygulamalarinda CNN’in yani
sira Retinanet, YOLO, SSH, Tiny Face, Random Forest,
k-NN, SVM gibi modeller de kullanilmaktadir. Ayrica
¢ogu modelde transfer Ogrenme yonteminden
faydalanilmaktadir [3-15]. Transfer 6grenimi, yeni ancak
benzer problemleri ¢ok daha hizli ve etkili bir sekilde
¢ozmek icin Onceden edinilmis bilgileri kullanan bir
cergeve saglamaktadir. Klasik yontemlerin aksine
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transfer Ogrenme yoOntemleri, yardimci alanlardaki
verilerden toplanan bilgileri, hedef alandaki tahmine
dayali modellemeyi kolaylastirmak i¢in kullanmaktadir
[19]. Hedef alandaki model sifirdan egitilmedigi igin
egitim verisi talebi ve egitim siiresi 6nemli Olciide
azalmaktadir [20].

3. VERI KUMESI (DATASET)

Modelin egitimi agamasinda, Kaggle platformundan elde
edilen 225 kus tiiriine ait goriintiilerin bulundugu 250
Bird Species isimli bir veri kiimesi kullanilmistir [21]. Bu
veri kiimesi, 31316 adet egitim goriintiisii (tlir basina
100'den fazla goriintli), 1125 adet test goriintiisii (tiir
bagina 5 goriintii) ve 1125 adet dogrulama goriintiisii (tiir
bagina 5 goriintii) olmak iizere ii¢ klasore ayrilmigtir. Her
klasor, her kus tiirii i¢in bir tane olmak tlizere 225 alt
klasor igermektedir. Tiim goriintiiler jpg formatinda, 224
X 224 X 3 boyutlarinda ve renkli goriintiilerdir. Veri
kiimesinde bulunan kus tiirlerinden bazilar1 Cizelge 1.’de
sunulmustur.

Kus tiirlerinin siniflandirilmasi, sahip olduklar1 ézellikler
bakimindan klasik yontemlerde oldugu gibi derin

ogrenmede de gerceklestirilmesi zor ve karmasik bir
islemdir. Ozellikle genis ve benzer kus tiirlerini iceren bir
veri  kiimesi  kullanildiginda, yiiksek  basarinin
saglanabilmesi igin ayirt edebilirligi yliksek modeller
gelistirilmesi gerekmektedir.

4. KUS TURU SINIFLANDIRMADA
KULLANILAN DERIN OGRENME
MIMARILERI (DEEP LEARNING
ARCHITECTURES USED IN BIRD SPECIES
CLASSIFICATION)

Bu calismada, kus tiiri tahmini i¢in bir uygulama
gelistirilmigtir. Kullanicilarin, uygulamaya yiikleyecegi
goriintiidden kus tiiriiniin tahmin edilmesi amaclanmistir.
Bunun i¢in, farkli mimariler denenmis ve tahmin oranlari
kargilagtirtlmigtir. Kus tiirlerinin tahmini i¢in egitilen
modellerde derin 6grenme mimarilerinden CNN
kullanilmustir. Modeller; VGGIe6, ResNet50,
ResNet152V2, InceptionV3, MobileNet ve DenseNet121
derin 6grenme mimarileri ve transfer 6grenme yontemi
uygulanarak gelistirilmistir.

Cizelge 1. Veri kiimesinden 6rnek kus tiirleri (Sample bird species from dataset)

AFRICAN
FIREFINCH

RED WISKERED
BULBUL

CRESTED
CARACARA

WHITE CHEEKED
TURACO

WATTLED

CURASSOW CORMORANT

RED FACED

BALTIMORE
ORIOLE

JABIRU SPOONBILL SNOWY EGRET
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VGG16 modeli Oxford Universitesi bilim adamlar
Simonyan ve Zisserman tarafindan 2014 yilinda
yayimlanan makalede [22] 6nerilen evrisimli bir sinir ag1
modelidir. Model, 1000 sinifa sahip 14 milyondan fazla
goriintiiden olusan ImageNet veri kiimesinde %92,7
oraninda bir test dogruluguna ulagsmistir. VGG16°da, ¢ok
sayida hiper parametreye sahip olmak yerine 3 X 3 filtreli
evrisim ve 2 X 2 filtreli havuz katmanlarina sahip olmaya
odaklanilmigtir. Cikt1 i¢in 2 tam baglh katman ve bir
softmax katmanina sahiptir. VGG16'daki 16, 16 agirliklt
katmana sahip oldugunu ifade etmektedir. Bu ag oldukca
biliyikk bir agdir ve yaklasik 138 milyon parametreye
sahiptir. VGG16 mimarisi, Sekil 1.’de sunulmustur.

ResNet, yiizlerce veya binlerce evrisimli katmana sahip
bir CNN mimarisidir. Bu mimari, gii¢lii performansa
sahip cok sayida katman igermektedir. ResNet, bir
katmandan digerine nihai tahmine ulagsmak i¢in gereken
deltay1 tahmin etmektedir. Gradyanin akmasi igin

alternatif kisayola izin vererek kaybolan gradyan
problemini azaltmaktadir. ResNet'te kullanilan kimlik
esleme, mevcut katman gerekli degilse modelin bir CNN
agirlik katmanini atlamasina izin vermektedir. Bu, egitim
kiimesine asirt uyum (ezberleme) sorununu Onlemeye
yardimer olmaktadir. ResNet50, 50 katmana sahip bir
ResNet versiyonudur [23, 24]. Sekil 2.’de gorsel olarak
sunulmugtur. ResNetV2 ile orijinal ResNet (V1)
arasindaki temel fark, V2'nin her agirlik katmanindan
once toplu normallestirme kullanmasidir. ResNet,
goriintii tanima ve yerellestirme gorevleri alaninda bircok
gorsel tanima gorevinin Onemini gosteren giiglii bir
performansa sahiptir [24].

InceptionV3, Google tarafindan gelistirilmis ve
ImageNet {izerinde oOnceden egitilmis ¢ok derin bir
ConvNet'tir. Bu model i¢in varsayilan giris boyutu ii¢
kanalda 299 X 299'dur [25]. InceptionV3 mimarisi genel
olarak Sekil 3.’te verilmistir.

— ~ ~— ~ — ™~ m i ~ [ag] — ~ m
R Rt S R A R TR R R b A R R A B B A
= -
[G] - = 2| 8 z| 2|8 zlg| 2|8 | 2| 2| 8 zle|2| 8 bl el B S
S| ol a ol o|a S| 0| o|la o|o|ola S| 6| ol a
OO [sRNs} O|lO| O [SAN s N] OO0
Sekil 1. VGG16 mimarisi (VGG16 architecture)
> — > > > > > > > > > > > > > > > > > > > > >
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Sekil 2. ResNet50 mimarisi (ResNet50 architecture)
Input Balse
v v v v v
Con2d_BN Con2d_BN(1x1)  Con2d_BN(1x1)  Con2d_BN(1x1) AvgPool
Con2d BN Conzd_BN(SxS)  Conzd BN(3x3)  Con2d_BN(1x1)
¥ Con2d_BN(3x3)
Con2d_BN
Base v
| Concat
W v v MaxPool
Con2d_BN( Con2d_BN(1x1) Max ¥ Base
3x3) Fzqal Con2d_BN 1
Con2d_BN(3x3) T v v v v
v Con2d_BN(1x1)  Con2d_BN(1x1)  Con2d_BN(1x1) AvgPool
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Conten ' Conza_BN(7x1) Blocks X Conzd BN(1xt)  Con2d_BN(1x1)  Con2d BN(1x1) AvgPool
Con2d_BN(3x3) AvgPool Con2d_BN(3x3) Con2d_BN(1x1)
¥ Con2d_BN(1x3)  Con2d_BN(3x1)
Concat Dropout Con2d_BN(1x3) Con2d_BN(3x1)

FullyConnected

Output

CoTcal Concat
1

v
Concat

Sekil 3. InceptionV3 mimarisi (InceptionV3 architecture) [33]
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MobileNet mimarileri sig ve derin sinir aglari olusturmak
i¢in ayrilabilir modiiler bir mimariye dayanmaktadir. Bu
mimaride, gecikme ve dogruluk arasinda verimli bir
denge saglayan iki basit kiiresel hiperparametre
bulunmaktadir. Bu hiper parametreler, model
olusturucunun, problemin kisitlamalarina dayali olarak
uygulamalari i¢in dogru boyutlu modeli se¢mesine izin
vermektedir [26]. MobileNet mimarine ait detaylar Sekil
4.’te sunulmustur.

224 x 224, 3
+

3x3 Conv x1
DS Conv x1
¥

112 x 112, 32
+

DS Conv x2

56 x 56, 64
L ]

DS Conv x2

28 x 28, 128
+

DS Conv x6

|

14 x 14, 256
¥

DS Conv
x2

T x7,512
¥

Gilobal Avg Pool
1000-d fc, Softmax

Sekil 4. MobileNet mimarisi (MobileNet architecture) [34]

DenseNet, her katmani ileri beslemeli bir sekilde diger
katmana baglayan yogun evrisimli agdir. Geleneksel
aglarda L katman i¢in L kadar baglant1 bulunmaktadir.

DenseNet aglarinda ise L(L+1)/2 direk baglant1 vardir.
Her katman i¢in, Onceki tiim katmanlarin &zellik
haritalar1 girdi olarak alinmakta ve kendi ozellik
haritalar1  sonraki tiim katmanlara girdi olarak
aktarilmaktadir. DenseNet, kaybolan gradyan problemini
hafifletmekte, oOzellik yayilimmi  giiglendirmekte,
ozelligin yeniden kullanimin1 tesvik etmekte ve
parametre sayisint onemli Olgiide azaltmaktadir. Bu
aglar, yiksek performans elde etmek i¢in daha az
hesaplama gerektirmektedir [27]. Farkli DenseNet
versiyonlart  bulunmakla  birlikte ~ DenseNetl121
mimarisinin detaylar1 Sekil 5.’te sunulmustur.

Bu algoritmalara ait kus tiiri tahmin sonuglarinin
goriintiilenebilecegi bir kullanict arayiizli gelistirilmistir.
Kullanicy, sisteme kusun goriintiistinii yiikledikten sonra
tercih ettigi yontemleri secerek calistirdiginda, kus
goriintiistine ait tahmin sonuglarini oransal olarak
gorebilmektedir.

5. DENEYSEL SONUCLAR (THE EXPERIMENTAL
RESULTS)

Deneysel sonuglar icin bir uygulama gelistirilmistir.
Uygulama Python programlama dili ile TensorFlow ve
Keras derin 6grenme kiitiiphaneleri kullanilarak Google
Colabs ortaminda gelistirilmistir. Yazilimin arayiizii i¢in
frontend tarafinda ReactJs, backend tarafinda Python ile
olusturulan web servisi kullanilmustir.

Alt1 farkh CNN mimarisi kullanilarak elde edilen
modellere ait deneysel sonuglarin karsilagtirmas: ve
degerlendirmesi yapilmistir. Modellere gore dogruluk
(accuracy) ve kayip (loss) degerlerini igeren egitim ve
test sonuglart Cizelge 2.’de sunulmustur. Dogruluk
degeri, model basarisinin 6lgiilmesinde yaygin olarak
kullanilan en basit yontemdir. Dogru siniflandirilmis
ornek sayisinin toplam Ornek sayisina orani alinarak
hesaplanmaktadir [13].

> - > 2 > = >| > > = > 2 >|= >| 2 -
g é § é t.gJ 6 é § é t.gJ 12 é 0-8 Lg) é 24 é § é é 16 § o :_:
Sekil 5. DenseNet121 mimarisi (DenseNet121 architecture)
Cizelge 2. Modellere gore egitim ve test sonuglart (Train and test results according to the models)
Egitim Test
Model Dogruluk Kayip Dogruluk Kayip
VGG16 0,998 0,006 0,946 0,218
ResNet50 0,553 2,541 0,472 2,264
ResNet152V2 0,996 0,016 0,962 0,284
InceptionV3 0,992 0,021 0,975 0,105
MobileNet 0,998 0,005 0,969 0,153
DenseNet121 0,997 0,008 0,982 0,090
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Kayip degerlerinin  hesaplanmasinda ¢ok  sinifli
simiflandirma  problemlerinde tercih edilen, Keras
kiitiiphanesine ait categorical cross-entropy (CCE)
fonksiyonu kullanilmigtir. Bu fonksiyon asagida
sunulmustur [35].

1
CCE = =4 + X1 Xeca (Pic 1ogiic)) (1)

Burada N toplam gozlem sayisi, C toplam smif sayisi
olmak tizere, pic c. sinifa ait i. gézlem i¢in hedef (dogru
sonug) ve yic tahmin edilen olasilik dagilimidir.
Modellerin egitimi sirasinda kayip degerinin zaman
icerisindeki degisimini gosteren grafikler
olusturulmustur. Bu grafikler her model i¢in egitim ve
dogrulama verisi olarak ayr1 ayr1t Sekil 6.’da
sunulmustur.

Kesinlik, belirtilen sinif i¢in dogru olarak tahmin edilmis
ornek sayisinin (DP), bu sinifta oldugu 6ngoériilen tiim
ornek sayisina (DP + YP) oranidir. Bu oran asagida
verilmistir.

. pp

Kesinlik = )
DP+YP

Hassasiyet, belirtilen simf i¢in dogru olarak tahmin
edilmis 6rnek sayisinin (DP) bu sinifta olmasi gereken
tim Ornek sayisina (DP + YN) oram olarak asagida
verildigi sekilde ifade edilebilmektedir.

., Dp
Hassasiyet = ——— (©)
Kesinlik  ve  hassasiyet  Olgiitlerini  beraber

degerlendirmek daha dogru sonuglar vermektedir. Bu
nedenle, asagida verildigi lizere, F1-skoru kullanilarak

Her bir model i¢in dogruluk degerine ek olarak, kesinlik ve hassasiyetin  harmonik  ortalamasi
literatiirde yaygin olarak kullamlan kesinlik (precision),  alinmaktadir [28].
hassasiyet (recall) ve Fl-skoru (Fl-score) Oolgiitleri F1 skory — 2+hassasiyet+kesinlik @
hesaplanmlstlr. - hassasiyet+kesinlik
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Sekil 6. Kayip grafikleri (Loss graphics)
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Hata, dogruluk degerinin tersi olarak
degerlendirilebilmektedir. Yanlis siniflandirilmig 6rnek
sayisinin toplam Ornek sayisina orani alinarak agagida
verilen sekilde hesaplanabilmektedir.

YP+YN

Hata = —— % __ )
DP+DN+YP+YN

Test kiimesinde yapilan kug tiirii tahminlerine ait basari
oOlgiitleri, farkli mimarilere gore Cizelge 3.’te verilmistir.
Test edilen modellerin, belirtilen tiim Olgiitlere gore
kargilagtirmali grafigi Sekil 7.’de sunulmustur.

Cizelge 3. Modellere gore bagar 6lgiitleri (Evaluation metrics according to the models)

Model Dogruluk Kesinlik Hassasiyet F1-skoru Hata
VGG16 0,95 0,96 0,95 0,95 0,05
ResNet50 0,47 0,51 0,47 0,45 0,53
ResNet152V2 0,96 0,97 0,96 0,96 0,04
InceptionV3 0,98 0,98 0,98 0,97 0,02
MobileNet 0,97 0,98 0,97 0,97 0,03
DenseNet121 0,98 0,99 0,99 0,99 0,02
1.00 — —
0.95 - — __ o BVGG16
0.90 O ResNet50
0.85 O ResNet152V2
0.80 O InceptionV3
0.75 @ MobileNet
5 070 O DenseNet121
& 065
2 060
0.55
0.50 H
0.45
cio I 1 a
Dogruluk Kesinlik Hassasiyet F1-skoru
Olgiit

Sekil 7. VGG16, ResNet50, ResNet152V2, InceptionV3, MobileNet ve DenseNet121 modellerinin karsilagtirmasi (Comparison
of VGG16, ResNet50, ResNet152V2, InceptionV3, MobileNet and DenseNet121 models)

Alt1 farkli mimari kullamlarak elde edilen deneysel
sonuglarin detayli karsilagtirmast ve degerlendirmesi
yaptlmigtir. Deneysel sonuglar, modellerin ¢esitli kus
tiirlerini basariyla tanidigini gostermistir. 31317 egitim
goriintiisti, 1125 dogrulama goriintiisi ve 1125 test
goriintiisi ile gerceklestirilen ¢alismada egitim verisi
iizerinde elde edilen sonuglar VGG16 icin %99,8,
ResNet50 igin  %55,3, ResNetl52V2 i¢in %996,
InceptionV3 i¢in %99,2, MobileNet i¢in %99,8 ve
DenseNetl121 igin  %99,7 dogruluktur. ResNet50
disindaki diger mimarilerde birbirlerine ¢ok yakin
sonuclar elde edilmistir. ReNet50°nin diger mimarilerle
arasindaki en biiyiik fark havuz katmanlarina fazla yer
vermemesidir. Diigiik basar1 oraninin buna bagl oldugu
ya da ezberlemeyi Onleyici atlanabilir katmanlarin ihtiyag
duyuldugu halde atlanmis olabilecegi diisiiniilmektedir.

Test verisi lizerinde ise VGG16 ile %94,6, ResNet50 ile
%47,2, ResNet152V2 ile %96,2, InceptionV3 ile %97,5,
MobileNet ile %96,9 ve DenseNetl21 ile %98,2
dogruluga ulagilmistir. Farkli mimarilere ait bu sonuglar
incelendiginde, hepsi ile yaklasik olarak benzer sonuclar
elde edilmis olmasina kargin en yiiksek basarinin

InceptionV3  ve  DenseNetl21 ile saglandigi
sOylenebilmektedir. Diger basar1 dlgiitleri i¢in sonuglara
bakildiginda DenseNetl21 mimarisinin hassasiyet,
kesinlik ve Fl-skorunda elde ettigi %99’luk basari ile
digerlerinin oniine gectigi goriilmektedir. DenseNet121
mimarisini, IncetionVV3 ve MobileNet takip etmektedir.

6. SONUCLAR (CONCLUSIONS)

Bu calismada VGGI16, ResNet50, ResNet152V2,
InceptionV3, MobileNet ve DenseNet121 derin 6grenme
modelleri  kullanilarak  kus tiiri  siniflandirmasi
gerceklestirilmigtir. Bu amagla gelistirilen uygulama
kullanilarak 225 kus tlirline ait toplam 33566 kus
goriintlisiinden olusan 250 Bird Species isimli veri
kiimesi tizerinde elde edilen deneysel sonuglar kapsamli
bir sekilde karsilagtirtlmigtir. Veri kiimesinde bulunan
1125 tane goriintii test ve 1125 tane goriintii dogrulama
i¢in kullanilmistir. Uygulanan alt1 farkli derin 6grenme
modelinin dogruluk, kesinlik, hassasiyet ve F1-skoru
degerlerine gore karsilagtirmasi yapilmstir.
Gergeklestirilen deneysel c¢aligmalarin  sonucunda,
VGG16 ile %94,6, ResNet50 ile %47,2, ResNet152V?2
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ile %96,2, InceptionV3 ile %97,5, MobileNet ile %96,9
ve DenseNetl21 ile %98,2 dogruluk degeri elde
edilmistir. Kesinlik, hassasiyet ve F1-skoru 6lgiitleri i¢in
en basarili sonu¢ DenseNetl21 kullanilarak elde
edilmistir. DenseNet121 mimarisi kullanilarak yapilan
tahminlerde bu Oolgiitler i¢in %99 oraninda basari
saglanmustir.
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