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Oz

Tarimsal iiretimde mahsul verimi i¢in bitki hastaliklar1 hayati 6neme sahiptir.
Bitkilerde bulunan renk, sekil, doku gibi 6zelliklerin birbirine benzemesinden dolay1
bitkilerdeki hastaliklarin erken asamada tespiti zor ve yorucu olmaktadir. Bitkilerdeki
hastaliklarin erken agamada tespit edilerek 6nlem alinmasi mahsule gelen zararin
engellemesi i¢in gerekli bir adimdir. Bu nedenle, narenciye ihracatini etkileyerek
tireticileri maddi olarak biiyiik zararlara ugratan yaprak hastaliklarini siniflandirmak
i¢in yapilan ¢aligma kapsaminda derin 6grenme tabanli bir model gelistirilmistir. Buna
ek olarak DenseNet121, MobileNetV2 ve ResNet50 modellerini temel alan ii¢ ayri
model ile de yaprak hastaliklar1 simiflandirilmistir. Bu modellerin olusturulmasinda
ince ayarli transfer 6grenme teknigi kullanilmistir. Yapilan g¢alisma kapsaminda
onerilen 15 katmanli CNN modeli ile Adamax optimizasyon yontemi ile %99,
RMSProp optimizasyon yontemi ile de %97 dogruluk oranlarina ulasiimistir. En sik
karsilagilan narenciye yaprak hastaliklarindan olan Blackspot (narenciye siyah nokta
(CBS)), canker (narenciye bakteriyel kanseri (CBC)), greening (huanglongbing
(HLB)) ile Health (saglikli (Health)) siniflarinda ise sirastyla %100, %100, %98 ve
%100 basar1 oranlarina erigilmistir.
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Abstract

Plant diseases are of vital importance for crop yield in agricultural production. It is
difficult and tiring to detect diseases in plants at an early stage due to the similarity of
features such as colour, shape and texture in plants. Detecting diseases in plants at an
early stage and taking precautions is a necessary step to prevent damage to the crop.
For this reason, a deep learning-based model has been developed within the scope of
the study to classify leaf diseases that affect citrus exports and cause great financial
losses to producers. In addition, leaf diseases were classified with three different
models based on DenseNet121, MobileNetV2 and ResNet50 architectural models.
Fine-tuned transfer learning technique was used in the creation of these models. With
the 15-layer CNN model proposed within the scope of the study, 99% accuracy rates
were achieved with the Adamax optimization method and 97% with the RMSProp
optimization method. In Blackspot (citrus black spot (CBS)), canker (citrus bacterial
cancer (CBC)), greening (huanglongbing (HLB)) and Health (Health) classes, which
are the most common citrus leaf diseases, 100%, 100%, 98% and 100% success rates
have been achieved respectively.
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1. Giris

Makine 6grenme ve yapay zeka alaninda, derin
ogrenme oldukca aktif arastirma alanlarindan
biridir. Derin 6grenme, klasik makine 6grenme
yontemlerinden olan o6n islemler, Oznitelik
¢ikarma, se¢gme, doniistiirme ve siniflandirma
siireglerini birlikte yiirtiten bir makine 6grenme
alt ktimesidir [1]. Bitki hastaliklarinin tespiti ve
siniflandiritlmast  olmak tizere ¢ok farkh
alanlarda kapsamli uygulamalart mevcuttur [2]—-
[8]. Derin 6grenme modellerinin artan kullanimi
ile birlikte oOzellikle smiflandirma gorevinde
dikkat c¢ekici gelismeler yasanmaktadir [9].
Bununla sinirla kalmayip tarimsal
uygulamalarda tahmin, goriintii iyilestirme,
doniistiirme, yeniden yapilandirma gibi farkl
gorevlerde kullanilir duruma gelmistir [10]-
[12].

Narenciye hastaliginin zamaninda ve
dogru bir sekilde tanmimlanmasini engelleyen
ana nedenlerden birisi bitki patolojisi alanindaki
uzmanlarin az olmasidir. Hastalifin yanlig
teshis edilmesi ve degerlendirilmesi, hastaligin
diger agacglara ya da yapraklara bulas riskini
artirmaktadir. Gorilintii isleme teknikleri ve
derin 6grenme yardimiyla bitki hastaliklarinin
uzman  yardimi almaksizin ~ otomatik
tanimlanmasi, tarim alaninda biylik bir
doniisiim saglamistir. Bu sayede uzun yillardir
problem olmus sikint1 ve zorluklarin iistesinden
gelecek modeller gelistirilmektedir. Narenciye
iiretiminde en sik goriilen HLB, CBC, CBS adli
hastaliklarin tespiti ve siniflandirilmasi {izerine
yapilan caligmalar incelenmistir. Bu
caligmalarda, goriintii isleme adimlart olan 6n
isleme, bolitleme, Oznitelik ¢ikarma ve
smiflandirma gibi adimlardan olugmaktadir
[34].

Literatiirde iki farkli yapida ¢alismalar
bulunmaktadir. Bu g¢aligmalar derin 6grenme
tabanli calismalar ve derin O6grenme tabanli
olmayan caligmalar olmak {izere iki gruptan
olusmaktadir. Rauf vd. [35] CBS, CBC, HLB
gibi farkl hastalik gruplarindaki goriintiilerden
olusan bir veri seti hazirladi. Hazirladig1 veri
setinde saglikli ve hastalikli olmak {izere toplam
759 goriintii bulunmaktadir. Xing vd. [36],
Chen wvd. [37] narenciye zararlann ve
hastaliklariin  otomatik tanimlanmasi igin
DenseNet adinda bir CNN modeli 6nermistir.
Olusturduklart modelde goriintiiler arasindaki
benzerlik oranini azaltmak i¢in veri biiyiitme
algoritmasi kullanmistir. Syed-Ab-Rahman vd.
[19] bitki hastaligini tespit ve siniflandirma igin

iki asamali bir CNN y0ntemi Onermistir. Birinci
asamada potansiyel hastalikli bolgeleri tespit
etmektedir. Ikinci asamada ise hastalikli lezyon
alanlar1  belirlenen CBC, CBS, HLB smf
guruplarin1 tahmin eden simiflandirma islemini
yapmaktadir.

Derin O0grenme tabanli olmayan
calismalarda ise; Serif wvd. [38] boliitleme
yontemiyle cikartilan hastalikli lezyon
bolgelerinden renk, doku ve geometrik 6zelliklere
gore Oznitelik matrisi elde etti. Elde edilen
oOznitelikleri PCA, entropi, kovaryans gibi vektorler
kullanarak en iyi olanlarimi segti. Secilen en iyi
Oznitelikler ¢ok smifli destek vektdor makine
yontemi ile siniflandirilmistir. Senthilkumar vd. ise
Hough doniisiimii ile 6znitelikleri ¢gikarttiktan sonra
yapay sinir aglart ile narenciye bitkisine ait
hastaliklari tanimlamistir. Wetterich vd. [39] CBC
ve HLB tipi hastaliklar1 belirlemek icin floresan
gorilintiileme spektroskopisi kullandi. Bu teknikten
elde edilen Oznitelikleri destek vektér makinesi
yontemiyle simiflandirmastir.

Son zamanlarda tarim arazilerinde ve bahge
uygulamalarinda mahsul siniflandirmasi, hastalik
tespiti, Uriinlerin kalite siniflandirmasi i¢in de
kullanilmaktadir [13]. Yasanan asir1 sicaklik artisi
ve yanginlar kiiresel agligi artirmaktadir. iklim
degisikligi ise son doga olaylarmin ana sebebi
olarak goriilmektedir. Niifus artisi, miras sebebiyle
degisen arazi kullamm degisiklikleri ana sebepler
ile birlestiginde gida giivenligi iizerinde derin
etkiler birakacagi oOngorilmektedir [14]. Bu
gergekler dogrultusunda diisiiniildiigiinde tarim
mahsullerinde verim diisiisii ve lretim azalmasi
beklenmektedir. Belirtilen tespit dogrultusunda
kiiresel gida ihtiyacinin 2050 yilina dogru yaklasik
olarak %56 oraninda artmasi, aglik riski altindaki
niifusun %91 oraninda degisiklik gostermesi tahmin
edilmektedir [15]. Ozetle, kiiresel 1sinma, su
kaynaklarinin azalmasi, yangin, sel gibi sebeplerin
yaninda bitki hastaliklar1 tarim dretimini ve
verimini derinden etkileyen gida giivensizligine
sebep olan ana sorunlardan birisidir. Bu sebeplerden
dolay1 bitki iiretim ve veriminde gida giivenligini
artiracak Onlemlerin alinmasi i¢in yeni, Ozgiin
calisma ve yontemlere ihtiya¢ duyulmaktadir.
Tarim alanindaki zararlilarin ve hastaliklarin
belirlenmesi biiyiik 06l¢lide uzmanlar tarafindan
yapilan gorsel muayeneler ile tespit edilmektedir.
Bununla birlikte yogun mesai ve uzun galisma
giinleri  sonucunda asirt  dikkat  kayiplarn
yasanmaktadir.  Yorgunluk ve  dikkatsizlik
sonucunda uzmanlar hataya acik duruma
gelmektedir. Uzmanlara yardimci, onlarin bu asiri is
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yikiinii hafifletecek derin 6grenme tabanlt
sistemlere ihtiya¢ duyulmaktadir.

Bitkilerde narenciye iiriinii biiyiik bir
ekonomik Oneme sahip bir meyvedir [16].
Ancak narenciye iiretimi cesitli hastaliklar ve
zararlilardan genis Olgiide etkilenmektedir.
Belirtilen etkilerin sonucunda 6nemli verim ve
kalite kayiplar1 yasanmaktadir. Narenciye en
cok ticareti yapilan ve diinyada en cok tiiketilen
meyve lrlinii olmasindan dolayi, bu alanda
yasanan verimlilik distsii, kalite kaybi ve
iretim azalmasi biiyiikk ekonomik kayiplara
sebep olmaktadir. Ekonomik olarak meydana
gelen kayiplar1 engelleyebilmek i¢in narenciye
iretiminde en stk goriiliin  hastaliklarin
engellenmesi gerekmektedir. Bu hastaliklar
sirastyla CBS, CBC, HLB adli hastaliklardir
[17]. Ogzellikle ejderha hastaligi olarak da
taninan HLB tipi hastaliga yakalanmis
narenciye agaclarinin zamaninda ve dogru bir
sekilde tespit edilmesi agirt nem tagimaktadir.
Ciinkii HLB tipi hastaliga yakalanan narenciye
tarlalarinda bu hastaligi engelleyebilmek igin
HLB bulagmis tiim agaglar kesilmektedir [18].
Bu yontemden bagka farkli bir yol ya da yontem
bulunmamaktadir. Xanthomonas narenciye
gesitlerinin  bircogunu  etkileyen, diinya
genelinde  narenciye iiretiminde  biiylik
engellemelere sebep olan CBC hastaligini
olusturan bakteriyel patojenidir [19]. CBC
hastalig1 havanin yagis, sicaklik, nem, riizgar
gibi farkli durumlarma goére yayillimi
degismektedir. Nemli ve yagmurlu iklim
kosullarinda daha hizli yayi1lmaktadir [20]. CBC
hastaliginin  belirtileri arasinda olgunlagsma
donemi oOncesinde erken yaprak ve meyve
dokiimii, kahverengi lezyon ve agacin farkli
bolgelerinde olusan kabarcik olusumu vardir
[21]. Siddet siralamasina goére son hastalik
cesidi CBS ise Phyllosticta citricarpa adl
mantar patojeninden kaynaklanan bir narenciye
hastaligidir [22].

Son yillarda konvoliisyon sinir aglar
(CNN) kullanarak gelistirilen bilgisayar gorii
uygulamalarinda biiytik gelismeler
yasanmaktadir. Oznitelik ¢ikarma ve segme
adimlarini CNN yapisini olusturan katmanlar ile
gerceklestirebilen modeller meydana
getirilmektedir. Bu modellerden  bazilari
DenseNets [23], Microsoft ResNet [24], Google
Inception V3 [25], Inception V4 [26]
modelleridir. Bu model bagliklar altinda temel
olarak benzer olmakla birlikte farkli modeller
gelistirilmistir. Bu derin aglar egitim siirecinde
gradyan bozulmasi, asir1 6grenme gibi farkli

sorunlara sahip olabilmektedir. Bu sebepler ile
birlikte adim sayis1 maksimum degeri astiginda
egitim ve dogruluk oranlarinda bozulmalar ve
azalmalar meydana gelmektedir. Bunun yani sira
egitim sirasinda katmana giris verisi dagilimi
degismesinden kaynaklanan problemler vardir.
Bunlar gibi pek ¢ok problemleri ¢6zebilmek adina
transfer Ogrenme [27], atlama baglantilar1 [24],
optimizasyon stratejileri [28], Batch Normalization
(toplu normallestirme (BN)) [29] gibi optimizasyon
teknikleri gelistirilmistir.

Gorunti siniflandirmasindaki ilerlemeler,
goriintii igleme arastirma ve uygulama alanlarinin
her gecen giin genislemesi, bu alanda su ana kadar
olusan bilgi birikimini tarim alanina aktarmak i¢in
bir firsat sunmaktadir [2], [11], [13], [30], [31]. Bu
firsati  degerlendirmek ig¢in iki farkli yol
bulunmaktadir. Yollardan bir tanesinde CNN’e ait
convolutional  (konvoliisyon), BN, pooling
(havuzlama), dropout (unutma), fully connected
(tam baglant1 (FC)) gibi ana katmanlar1 veri setine
uygun  dizilimler  olusturarak  bir  model
olusturmaktan ibarettir. Bir digerinde ise kullanilan
veri setine gore DenseNets, ResNet, Inception V3
ve InceptionV4 modellerini temel alacak transfer
ogrenme teknigi ile farkli modelleri olusturmaktan
gecmektedir. Narenciye hastaliklarinin zamaninda
ve dogru tespiti, bitkide olusan zararlilarin ve
hastaligin  ilerlemesini  engelleyebilmek i¢in
onemlidir. Dogru ve zamaninda narenciye
hastaliklarinin en yaygin hastalik tiplerini tespiti ve
siniflandirilabilmesi i¢in her iki yaklagim onemli
ozelliklerinden bir CNN modeli gelistirilmistir. Bu
modelden elde edilen sonuglar narenciye
yetigtiricilerinin ~ ve  {ireticilerinin  hastaliklar1
tanimasi, tespiti ve smiflandirilmasinda faydal bir
karar destek aract olarak hizmet etmesi
hedeflenmektedir. Onerilen modelden en yiiksek
basarim oran1 %95.3 olarak elde edilmistir. Bugiine
kadar narenciye hastaliklarimi ve =zararhilarin
kontrol edebilmek, bunun yanisira verim, kalite
kayiplarin1 Onleyebilmek igin yapilan cabalar
incelenmistir. Bunlar incelendiginde hastaligin
zamaninda ve dogru bir sekilde tespitinin hastaligin
yayilmasini engelleyici en dnemli yol olarak kabul
edilmektedir. Bu islem tarim alaninda narenciye
iiretiminin siirdiiriilebilirligini saglayabilmek igin
kritik 6neme sahiptir. Son yillarda narenciye triinii
disindaki  farkli  bitkilere ait hastaliklarin
taninmasina ve siniflandirmasina yonelik kapsaml
goriintii tanima uygulamalar1 gelistirilmistir [22],
[32], [33]. CNN tabanli derin Ogrenme
yaklasimlarinda klasik makine 6grenme ve yapay
zeka yaklagimlarindaki gibi Oznitelik ¢ikarma
adimina gerek yoktur. CNN modellerinde bulunan
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konvoliisyon katmanlari ile Oznitelik ¢ikarma,
havuzlama katmanlari ile de 6znitelik indirgeme
gerceklestirilmektedir [19]. Bu islemleri, CNN
tabanli yontemlerin kendi igerisinde otomatik
olarak ¢cozme yetenegi sayesinde daha yiiksek
dogruluk elde edilmektedir.

Bu makalenin ana katkis1 maddeler
seklinde verilmistir.

e Narenciye yapraklarindaki hastaliklari,
hastalik belirtilerine gore
smiflandirilmasi ve hastalikli bolgeleri
tespit edebilen derin 6grenme modeli
gelistirilmesidir.

e Onerilen modelin bir diger katkist
narenciye hastaliklariin zamaninda ve
dogru  tam1  koyulabilmesi  i¢in
uzmanlara yardimci erken uyari sistemi
gorevi gormesidir.

e Herhangi bir uzman yardimi almadan
narenciye bitki hastaliklarini otomatik
tespit etmek ve gercek tarla
kosullarinda gercek zamanli ¢alisan
donanimsal sistemlere destek olmasi
acisindan faydal bir  model
gelistirilmistir.

o Gelistirilen model ile zamaninda ve
dogru tan1 koyarak yanlis ve gereksiz

CBS HLB

173

204

v @

tarim ilact kullanmanin Oniline gegmeye
calisilmaktadir.

Makalenin geri kalan bolimleri asagidaki
sekilde kurgulanmistir. Malzeme ve yontemler adli
boliimde ise narenciye veri seti ve yontemlerden
bahsedilmistir. One siiriilen metot boliimiinde ana
katki olarak belirtilen adimlar gergeklestiren CNN
modeli  hakkinda detayli bilgi verilmistir.
Sonrasinda yine ayn1 boliimde gelistirilen modelden
elde edilen deneysel sonuglar verilmistir. Son olarak
sonu¢ kisminda makale sonuglandirilmstir.

2. Materyal ve Metot

Kaggle, farkli veri setlerini iginde barindiran, veri
setlerini iglemek icin ara¢ ve kaynaklara sahip
diinya capindaki en biiyiik veri seti toplulugudur.
Bu c¢alisma kapsaminda Onerilen modellerin
performanslar1 narenciye bitkilerine ait yaprak
goriintiilerini igeren halka acik bir veri seti [40]
tizerinde test edilmistir. Test edilen veri setinde [40]
HLB, CBS, CBC adli narenciye Yyaprak
hastaliklarina ait goriintiiler bulunmaktadir. Veri
kiimesi igerisinde egitim ve test olmak iizere iki
farkli grup vardir. Her iki grubun igerisinde HLB,
CBS, CBC ve saglikli olmak iizere dort sinifa ait
sayilar1 birbirinden farkli goriintiiler bulunmaktadr.

CBC Healthy

163 58

Sekil 1. Veri setinde bulunan narenciye goriintiilerinin sinif dagilimlart

Sekil 1’de bu makale kapsaminda
kullanilan veri setine ait smif gruplarinin
isimleri ve sayisal dagilimlar gosterilmistir. Bu
sinif dagilimlarindaki sayilar, ilgili sinifa ait
toplam egitim ve test sayilarin gostermektedir.
Tablo 1’de ise ¢alismada One siiriilen metotlarin
egitilmesinde kullanilan  verilerin  sayisal
dagilimlar1 gosterilmistir.  Egitim ve test
verilerini aymrmak i¢in K-Fold 5 degeri
kullanilmigtir. Ayn1 zamanda egitilen modelleri
kullanarak test isleminde kullanilan test
gorintiilerinin  stmf dagilimlarn Tablo 1°de
gosterilmigtir.  Veri setindeki  goriintiilerin
dengeli dagimini saglamak ve veri sayisini
artirmak i¢in dondiirme ve yakinlagtirma
yontemleri ile  veri  biyitme islemi

gerceklestirilmisgtir.  Bu yaklagimla veri sayisi
artirllarak model egitimin elde edilmesinde
kullanilan goriintiiler test islemlerinde
kullanilmamistir.  Verileri  egitim  modelleme
islemine hazirlamak igin veri seti goriintiileri
tizerinde On isleme uygulanmistir. Sekil 2’de
gosterildigi gibi egitim sirasinda tiim goriintiiler bu
on isleme adimlarindan gegmektedir. On isleme
sonrasinda goriintii 64x64 boyutuna getirilmistir.
Bu islemler sonrasinda goriintii yogunlugu standart
hale getirilmistir.
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Tablo 1. Kullanilan veri seti sinif dagilimlar

Sinif Egitim Test
Tipi Sayilar1  Sayilan
Healthy 46 12
HLB 163 41
CBC 130 33
CBS 138 35
Toplam 477 121

HSV renk uzayi, goriintiilerdeki 11k
patlamalar1 ve parlaklik farkliliklarinin daha
gorlinlir olmas1 saglanmaktadir. Bu sebepten
dolay1 RGB renk uzayindan HSV renk uzayina
gorintiiler ilk adimda doniistiiriilmiistiir. Daha
sonrasinda goriintiiler, 3 kanalli renk uzayindan

a)

gri tonlamal1 gorintiiye dondstiiriilerek esiklemeye
hazir hale getirilmistir. Denklem 1-4 arasi
tammlanan Otsu yontemi ile goriintiiniin ikili
formath hali elde edilmistir. Bu sayede sinirlayici
alanlarin bulunmasi saglanmistir. Sekil 2e adiminda
ise elde edilen ilgili alan (ROI) bdlgesinin etrafi
belirlenmigtir. Sekil 2f adiminda ise goriinti
disindaki alanin renk piksel degerleri beyaza
dondiiriilerek konvoliisyon islemlerdeki negatif
etkisinin oniine gecilmistir. Bunlara ek olarak Sekil
2f adiminda Sekil 2e adiminda elde edilen sinir
koordinatlarina denk gelen bolge, orijinal RGB
goriintiistinden almmistir. Bu sayede konvoliisyon
islemlerinde goriintlinlin orijinal renk uzayi olan
RGB renk uzayinda calisilmasina devam edilmistir.

b) c)

d)

e) f)

Sekil 2. On isleme adimlar1: a) Orijinal, b) HSV, ¢) Gri format, d) Ikili + Otsu, e) Etrafi ¢izilmis ROI, f)
Temizlenmis ROI

Denklem 1°de kullanilan g, ifadesinin
acilimi1 Denklem 2’de verilmistir. Denklem 1°de
tammlanan o2(t) ifadesi ise Denklem 4’te
verilmistir. y, (t) ise Denklem 2’de ifade edilen
ortalama hesaplama degerinin ifade etmektedir.
Otsu yonteminde smif i¢i varyans degeri en aza
indirilmeye c¢aligilmaktadir. Varyans degerini
en aza indirebilecek olan t degeri
arastirilmaktadir.

05 (t) = g1 (i (t) + q2 (a5 () (1)

t L
aw®=) POa®= ) PO @
i=1

i=t+1

t

iP(D) S0
=) SO = ) oo O

i=1 i=t+1
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Belirtilen 6n adimlar, smif gruplarina
dongii yardimiyla uygulandiktan sonra bir
etiketle iliskilendirilmistir. Etiketler CBS, CBC,
HLB ve Healthy siniflarindan herhangi biri
olabilmektedir. Bu etiketler, sinif sirasina gore
0’da 3’e kadar olan rakamlarla tanimlanmaistir.

Veri hazirlama siirecinde 6n iglemler
sonrasinda siniflar aras1 veri dengesizlikleri
giderebilmek i¢in dondiirme, yakinlastirma gibi
cok  temel veri biylitme islemleri
gergeklestirildi. Veri biiytlitme goriintii sayisi az
olan smiflar1 asir1 6rnekleyerek simif bagina
dengesiz dagilim ile basa ¢ikmak ig¢in
yapilmstir. Elde edilen tiim deney sonuglarinda
veri biiylitme uygulanmistir.

2.1. DenseNet121

DenseNet, giiniimiizde siklikla kullanilan derin
ogrenme modellerinden birisidir [23]. DenseNet
modelinin DenseNet121, DenseNet169,
DenseNet201 gibi ¢esitleri bulunmaktadir.
Uygulama hafif donanima sahip cihazlarda test
edilecek olmasi nedeniyle diger DenseNet
modellerine gore boyutu ve derinligi az olan
DenseNet121 modeli tercih edilmistir. Ayni
zamanda bu model geleneksel CNN
modellerinden daha az parametre sayisini
sahiptir [41]. DenseNet dort adet dense blok ve
li¢c adet transition katmani icermektedir. Dense
bloklar1 3x3 ve 1x1 konvoliisyon setlerine
sahiptir. Buradaki 4 yogun blok icerisindeki 3x3
ve 1x1 konvolisyonlar 6, 12, 24 ve 16 defa
tekrarlamaktadir. iki dense katmani arasinda bir
transition katmani bulunmaktadir. Bir dense
blok icerisinde her konvoliisyon katmani ileri
beslemeli olarak bir diger konvoliisyon
katmanina baglidir. Transition katmani toplu
normallestirme, 1x1 konvoliisyon ve stride
degeri 2 olan 2x2 ortalama havuzlama
yapisindan olusmaktadir. Denklem anlaminda
ifade etmek gerekirse;

Xp = Hp(Xp-1) )
DenseNet modellerinde giris
katmanlart, cikis katmanlari ile

birlestirilmektedir, ancak her iki katmanin
toplamasi yapilmamaktadir. Bu sebepten dolay1

P(i)
q2(t)

(4)

Denklem 5 yeniden olusturuldugunda Denklem 6
olusmaktadir.

Xn = Hn([xo' ---rxn—l]) (6)

Denklem 6’da n. katmandaki Oznitelik
haritasi x,, ile gosterilirken, diger 6znitelik haritalar1
ise katman sirasina gore xo,...,x,_q seklinde
gosterilmistir. Denklem 6’da tamimlanan H,, BN,
ReLU ve 3x3 boyutunda filtrelerden olusan
konvoliisyon katmanlarinin birlesmesinden
meydana gelmektedir.

2.2. MobileNetV2

DenseNet modellerinden hafif olmasi, taginabilir
mobil cihazlar {izerinde kullanilabilmesi sebebiyle
¢ok fazla tercih edilen modellerden birisidir [42].
Bunlara ek olarak mobil telefonlardaki bilgisayar
gorll uygulamalar igin tasarlanmis bir derin
o0grenme modelidir. Diger modellere gore hafif,
daha az kompleks ve hizli olmasi tercih edilmesinin
sebeplerindendir.

Birden fazla kanaldan olusan giris
gorlintlisiine ait her bir kanala belirli derinlik
seviyesinde iki boyutlu bir filtre uygulanmaktadir.
MobileNetV2 modelinde Depthwise Seperable
Convolution (derinlemesine ayrilabilir
konvoliisyon (DWC)) yontemi tercih edilmektedir.
DWC, depthwise convolution (derinlemesine
konvoliisyon (DC)) yontemine ek olarak 1x1
boyutunda bir filtre islemi daha
gergeklestirilmektedir. MobileNetV2 modeli, ilk
versiyonundan hafif olmasinin yaninda ¢ikis
kanallarinin  daraltilarak agirlik  sayisiin  da
azaltildigr bilinmektedir. Bunlara ek olarak veri
matrislerinin  her noktasmma uygulanan bir
konvoliisyon operatorii  vasitasiyla  noktasal
konvoliisyon yontemi gerceklestirilmektedir. Sonug
olarak ilk versiyona gore yapilan yenilikler ile
performans1 artirtlmistir. Yapilan bu yeniliklere
bottleneck denilmektedir. Sekil 3’te gdsterilen
sekilde MobileNetV2 modeli t, ¢, n ve s degerleri ile
tanimlanmaktadir. Giris boyutlarina uygulanan
genigleme degerleri, ¢ikis kanal sayisi ve atlama
degerleri sirasiyla t, ¢, n ve s olarak gosterilmistir.
le-3 6grenme orani ile temel bottleneck yapisina
sahip MobileNetV2 modeline farkli katmanlar
eklenerek bitki hastaliklar1 tanimlanabilir.
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2.3. ResNet50 y =F(x)+ H(x) (8)
Gilinlimiizde bitki hastaliklarinin  tespit  ve Vallabhajosyula et al. [45] calismasinda
siniflandiriimasinda kullanilan derin 6grenme RBB-1 ve RBB-2 yapilarina ait formiilleri asagidaki
modellerinden birisi de ResNet50 modelidir. sekilde ifade etmistir.

ResNet modelinin blok ve katman yapisina gore

18/50/101 ve 152 olmak iizere farkli yapilari v, = H(xy) + F(x, W) (9)

bulunmaktadir [44]. Model igerisinde bulunan
en onemli yapilardan birisi Residual Building
Block (RBB) yapisidir. RBB igerisinde ise Xn+1 = F(yp) (10)
atlayan kisa yol baglantilar1 bulunmaktadir. Bu
baglantilar sayesinde yerel optimum noktasina

takilma sorunu ¢oziilmiistir. RBB’ler Conv, Denklem 9 ve 10°da x,, girdiyi, x,,,.; ise nth birimin
BN, ReLU katmanlarma ek olarak bir kisa ciktisin1 gostermektedir. F ise nth birimin residual
yoldan olusmaktadir. RBB yapilarinin ise RBB- fonksiyonunu temsil etmektedir.

1 ve RBB-2 olmak iizere iki farkli yapisi

bulunmaktadir. RBB-1 yapisinda kisa yollar x, H(xn) = xp (11)

dogrusal olmayan fonksiyon F ile gosterilmistir.
Belirtilen parametreler ile RBB-1’in ¢ikisini
gosteren y ise Denklem 7°de gosterilmistir.

Geri yayilim sayesinde gradyan sorunu
olmamasi ve bazi agirlik katmanlarindan sonra
atlama baglantilar1 ile girdi degerleri ¢ikti
y=F(x)+x (7) degerlerine eklenebilmesi ResNet50 modelinin

) kullanim oranini artirmistir. 1e-3 6grenme orani ile

RBB-2 yapisinda ise RBB-1 yapisi temel ResNet50 modeline farkli  katmanlar

lizerine bir adet konvoliisyon ve toplu eklenerek bitki hastaliklar: tanimlanabilir.
normallestirme katmam1 daha eklenmistir.

Birlikte eklenen bu katmanlar H ile ifade
edilirse Denklem 8 olusmaktadir.

Giriy Operatdr i c H 5

24x224=x3 Konvelisyon 2D - 32 1 2
112x112=x32 bottleneck 1 16 1 1
112x112=x 16 bottleneck 6 | 24 2 2
6x56x24 bottleneck 6 32 3 2
2B x28x32 bottleneck 6 64 4 2
4= 14x64 bottleneck 6 98 3 1
1414 %96 bottleneck 6 160 3 2
TxTx160 bottleneck 6 320 1 1
TxTx320 Eoavelisyon 12D 1 x 1 - 280 1 1
TxTx1280 Havuzlama (Ortalama) Tx 7 - - 1 -
1x1x1280 Eoavelisyon 2D 1x 1 - k - -

Sekil 3. MobileNetV2 modeli [43]
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3. Bulgular ve Tartisma

Literatiirde yaygin olarak kullanilan Adamax ve
RMSProp optimizasyon algoritmalari, modellerin
performanslarmi degerlendirmede kullaniimistir.
Sonuglar ve tartigma boliimiinde ince ayarh
transfer Ogrenme teknigini kullanan sirasiyla
ResNet50, MobileNetV2 ve DenseNetl121
modellerinin sonuglart sunulmustur. Buna ek
olarak bu boliimiin son bashginda ise Onerilen

=

Dogruluk

—— RMSProp
| —— Adamax

20 30 40
Tur Sayisi

50

CNN modelinin egitim, test sonuglar1 ve karisiklik
(confusion) matrisi verilmistir.

ResNet50 modeli, hafif olmasindan dolay1
tercih edilmistir. ResNet50 modeli kullanilarak
narenciye yaprak hastaliklarinin
siiflandirilmasindan elde edilen egitim dogruluk
ve kayip sonuglart Sekil 4’te verilmistir.

A /
M\ M\/ a% \—Anmsmn
—— Adamax

20 30 40 50

Tur Sayisi

b))

Sekil 4. ResNet50 egitim dogruluk ve kayip grafigi

Sekil 5°te ise egitimde kullanilmayan test
gorintiilerinin modele girdi olarak verilmesi ile
elde edilen test sonuglari verilmigtir. Sonuglar
dikkatli olarak incelendiginde her iki optimizasyon

0.95

/f\/\///\//\/ \JK?\/\

”
V7V

0.85

°
@
3

Dogruluk
°
v

0.70

Tur Sayisi

Y :{) \

—— RMSProp |
— Adamax

50

yonteminin de birbirine yakin sonuglar verdigi
gozlenmistir.

\ | A A
N A—A—
V«\\e VaVZ \ /\A’\ N

\__—— RMSProp
)
— Adamax

20 30 50
Tur Sayisi

(b))

Sekil 5. ResNet50 test dogruluk ve kayip grafigi

MobileNetV2 modeli, ResNet50
modelinden de hafif olan bir modeldir. Hafif
olmasi ve tasinabilir cihazlarda kullanilmasindan
dolay1 bu c¢alisma kapsaminda kullanilmigtir.
MobileNetV2 modeli kullanilarak narenciye
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yaprak hastaliklarmin siniflandirilmasindan elde
edilen egitim dogruluk ve kayip sonuglari Sekil
6’da verilmistir. Sekil 6’da goriildigi iizere
Adamax egitim dogruluk oran1t RMSProp egitim
dogruluk oranindan daha biiyiik ve kararlidir.
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Sekil 6. MobileNetV2 egitim dogruluk ve kayip grafigi

Sekil 7°de ise egitimde kullanilmayan test
gorlintiilerinin modele girdi olarak verilmesi ile
elde edilen test sonuglari verilmigtir. Sonuglar
dikkatli olarak incelendiginde egitim sonuglar1 ne

0 10 20 30 40
Tur Sayisi

—— RMSProp

—— Adamax

kadar farkli olsa da test isleminde her iki

optimizasyon yoOnteminin de birbirine yakin

sonuglar verdigi gozlenmistir.

|

l

\/\ /

\ \‘ \ PN il
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—— Adamax

0 10 20 30 40 50
Tur Sayisi
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Sekil 7. MobileNetV2 test dogruluk ve kayip grafigi

DenseNet121, DenseNet model ailesi
igerisindeki basarili ve en hafif agirlikli modeldir.
Bu modeli kullanilarak narenciye yaprak
hastaliklart smiflandirilmaya ¢aligilmigtir.  Bu
modelden elde edilen egitim dogruluk sonuglar
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Sekil 8’de verilmigtir. Adamax genel olarak
egitimde RMSProp optimizasyon ydnteminden
daha iyi bir sonug verdigi goriilmektedir.
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Sekil 8. DenseNet121 egitim dogruluk ve kayip grafigi

Sekil 9°da ise diger modellerde oldugu
gibi her iki optimizasyon yontemi birbirine yakin

o
@
&

Dogruluk
°
=
3

o
<
a

40

—— RMSProp
~—— Adamax

50

sonu¢ vermektedir. Test dogruluk oranlar arttikga
kay1p da bir o kadar azalmaktadir.

A
\/\MXM/\/\\&{\;/;\{'/\/\/ —_ Rr;sProp

——————— Adamax

0 10 20 30
Tur Sayisi

40 50

Sekil 9. MobileNetV2 test dogruluk ve kayip grafigi

Onerilen CNN model katmanlar1 Sekil
10°’da sunulmustur. Onerilen modelin
olusturulmasinda 3 adet konvoliisyon katmani, 2
adet maksimum havuzlama katmani, 1 adet
ortalama havuzlama katmani, 3 adet toplu
normallestirme, 2 adet Dense katmani, diizlestirme
amactyla 1 adet Flatten katmani, ezberlemeyi
engellemek i¢in 2 adet unutma katmani, 1 adet
softmax aktivasyon fonksiyonlu tam baglanti
katmani ve siniflandiricidan olugmaktadir. Toplam
16 katmandan olusan bir derin 6grenme modeli
olusturulmustur. Kullanilan her bir konvoliisyon
katmani filtre sayis1 64 tanedir. Bu katmanlardaki
filtreler ise 5x5 boyutuna sahiptir. Havuzlama
katmanlarinda pencere boyutlari1 2x2 olacak
sekilde ayarlanmigtir. Unutma katmanlarinin her
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birisi 0.4 oraninda unutma gerceklestirilecek
sekilde tammlamasi yapilmistir. Istenilen her
Ozelligi ayr1 ayri normallestirebilmek i¢in toplu
normallestirmede eksen degeri -1 olarak
ayarlanmigtir. Belirtilen 3 adet konvoliisyon
katmanimnin ~ tamaminda ReLU  aktivasyon
fonksiyonu kullanilmastr. Konvoliisyon
katmanlar1 narenciye yapraklarina ait ayirt edici
Ozniteliklerin ~ elde edilmesi adina Onem
tasimaktadir. Yukarida belirtilen siralamada
onerilen modele ait katmanlarin goriintiisii Sekil
10’da ayrintili olarak gdsterilmektedir. Katman
tirleri aym olan katmanlar ayni1 renkte
gosterilmistir.
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Sekil 10. Onerilen CNN modeli

Sekil 11°de taslagi gosterilen CNN modeli
Adamax ve RMSProp optimizasyon yontemlerinde
genel olarak egitim sonuglarinda birbirine yakin
sonuclar vermistir. Ancak genel olarak tiim
modellerde Adamax optimizasyon yOnteminin

1.0001
09951

0.9901

Accuracy
o
©
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&
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~— RMSProp
~—— Adamax

09704 5
20
Epochs

(a))

50

RMSProp optimizasyon yonteminden daha kararli
oldugu gorilmektedir.

~—— RMSProp
~—— Adamax

o

2
Epochs

(b))

Sekil 11. RMSProp ve Adamax ile a) Onerilen CNN egitim dogruluk grafikleri, b) Onerilen CNN kay1p
grafikleri

Sekil 12’de ise onerilen CNN modeli, Adamax ve
RMSProp optimizasyon yontemlerinde test
edilmistir. Literatiirde yaygin olarak kullanilan
precision (kesinlik), recall (geri ¢cagirma), F1 score
(f1 puani) ve accuracy (dogruluk) performans
sonugclari incelendiginde Adamax sonuglari her ne
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kadar kararli olup dalgalanma yapmasa da
RMSProp ile yakin sonuglar vermektedir. Her
ikisinin verdigi sonuglar daha dogru olarak
Olcebilmek icin Sekil 13°de karigiklik matrisi
sunulmustur.
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Sekil 13. Onerilen CNN yonteminin a) RMSProp, b) Adamax optimizasyon ydntemleri karisiklik matrisi

Tablo 2’de ise Onerilen CNN modelinin
farkl1 optimizasyon yontemlerindeki performans
degerleri verilmistir. Elde edilen sonuglardan
Adamax optimizasyon yoOnteminin daha basarili
oldugu belirtilebilir. Burada kullanilan performans
Olciitlerinin literatiirde karsiligi olan formiillerden
olmasma dikkat edilmistir. Belirtilen mantikla
yapilan performans 6lgiimleri sonucunda dogruluk
degerlerinin literatiirdeki uluslararasi galigmalara
es deger seviyelerde sonuclar  verdigi
gozlenmektedir. Temel anlamda optimizasyon
yontemlerinin etkisi ¢ok fazla olmamakla beraber
onerilen yontemde ayirt edici 6zniteliklerine erigim
saglanabildigi ifade edilebilir. Belirtilen sonuglar
ile smiflar arasindaki ayrimin net bir sekilde
saglandig1 soylenebilmektedir.

Tablo 2’de  Sekil
sonuglarin Tablo 2’de

13’te  gosterilen
daha anlasilir olarak
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gosterimini saglamak i¢in 100 degerine bolerek
elde edilen sonuglart gosterilmistir. Sekil 13’te
Adamax optimizasyon yonteminde 71 goriintiiden
1 tanesini bilemedigi goriilmektedir. Bu sebepten
dolay1 sonug %98.59 olmustur. Tablo 2’de ise bu
sonu¢ 0.98 olarak yazilmistir. RMSprop
optimizasyon yonteminde ise %93.2 basar1 orani
Sekil 13’te 74  gorintiden 2 tanesi
bilinememesinden dolay1 elde edilmistir. Tablo
2’de bu sonug 0.93 olarak kodlanmustir.

Tablo 3’te literatiirde var olan calismalar
ile Onerilen modelin sonuglar1 karsilastirildi.
Narenciye yaprak hastaliklarinin etkin ve dogru bir
sekilde tespit edilmesinde gergek zamanli
sistemlere ihtiyac vardir. Rasberry pi gibi
donanimsal cihazlarda ¢aligabilecek hafif bir
model Onerilmistir. Karsilagtirma sonuglarinda da
goriildigli tizere model, literatiirdeki c¢aligmalar



kadar yetkindir. Tablo 3’te ki SAM Spectral Angle
Mapper algoritmasini, YSA yapay sinir aglarini,
BPNN iki agamal1 geri yayilim sinir agini, MINNM
ise ¢ok girisli sinir ag1 modelini temsil etmektedir.
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Belirtilen modellerden
sonuglart ile gergeklestirilen calismanin sonuglari

karsilagtirilmasgtir.

Tablo 2. Onerilen CNN performans sonuglari

elde

edilen calisma

Optimizasyon Sif Kesinlik Geri ¢agirma F1-puan Dogruluk
Yontemi
Adamax Blackspot 1.00 1.00 1.00 1.00
Adamax Canker 1.00 0.98 0.99 1.00
Adamax Greening 0.99 1.00 0.99 0.98
Adamax Healthy 1.00 1.00 1.00 1.00
0.99
RMSProp Blackspot 1.00 1.00 1.00 1.00
RMSProp Canker 0.98 0.96 0.97 0.97
RMSProp Greening 0.92 0.99 0.95 0.93
RMSProp Healthy 1.00 0.76 0.87 1.00
0.97
Tablo 3. Onerilen CNN modelinin farkli ¢alismalar ile karsilastiriimast
Simiflar  Kesinlik (%) Geri Cagirma (%)  F1 puan1 (%) Dogruluk (%) Model
CBS - - - 92.0 [46] YSA
- - - 88.6 [47] SAM
93.8 87.0 90.0 86.1 [19] CNN
100.0 98.0 100.0 100.0 Onerilen CNN
CBC - - - 89.5 [48] AdaBoost
- - - 93.3 [36] CNN
99.0 95.8 97.9 97.2 [19] CNN
100.0 98.0 99.0 100.0 Onerilen CNN
HLB - - - 92.0 [49] BPNN
- - - 93.3 [50] MINNM
91.0 94.6 93.0 94.64 [19] CNN
99.0 100.0 99.0 99.0 Onerilen CNN
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4. Sonug¢

Narenciye yaprak hastaliklari,
bliylimesini ve  kaliteli  iirin  vermesini
engellemektedir. Uriin  verimi, kalitesi ve
biliylimesinin azalmasina sebep olan narenciye
yapraklarmi  erken asamada tespit ederek
siniflandiran calisma yapmak kritik 6neme sahip
bir konudur. Bu kapsamda gerceklestirilen caligsma
ile dnerilen CNN tabanli yontem ince ayarlanmis
transfer  O0grenme  teknikleri ile  {retilen
DenseNet121, MobileNetV2 ve ResNet50
modellerinden ¢ok daha iyi bir sonu¢ vermistir.
CNN, DenseNet121, MobileNetVV2 ve ResNet50
modellerinden elde edilen sonuclar literatiirde en
yaygin olarak kullanilan performans 6l¢iim
kriterlerinden olan kesinlik, geri ¢agirma, F1 puan
ve dogruluk degerlerine gore karsilastirilmistir.
Son olarak elde edilen performans 6l¢iim sonuglari,
literatiirdeki ¢aligmalar ile karsilastirilmistir. Bu

narenciyenin

Kaynaklar

karsilastirmadan elde edilen sonuclar Tablo 4’te
verilmistir. Bu tabloya da bakildiginda onerilen
modelin  narenciye  yaprak  hastaliklarinm
smiflandirmak i¢in yardimci bir ara¢ olarak
kullanilabilecegi kanisina varilmaktadir.

Yazarlarin Katkisi

Makalenin tiim adimlar1 sorumlu yazar tarafindan
tamamlanmustir.

Cikar Catismasi1 Beyani
Yazarin  herhangi  bir
bulunmamaktadir.

cikar  catigsmasi

Arastirma ve Yayin Etigi Beyam

Yapilan calismada arastirma ve yayin etigine
uyulmustur.
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