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Ozet

Zamana bagli degisim gosteren olaylarin modellenmesi zorlu bir veri analizi problemidir. Bu olaylardan biri olan
elektrik gii¢ tiiketiminde ise veriden mevsimsel etki ve tatil giinleri gibi Oriintiilerin 6grenilerek bir tiiketim
tahmin modelinin gelistirilebilmesi i¢in klasik makine O6grenmesi ve derin Ogrenme yontemlerinden
yararlanilmaktadir. Bu ¢alismada, ingiltere’nin Londra sehrindeki belirli bir bolgede 30 farkli eve ait yaklasik 3
yillik elektrik gii¢ tiiketimi veri kiimesi kullanilarak uygun bir kisa vadeli tiiketim tahmin modelinin makine
Ogrenmesi algoritmalar1 ile bulunmasi amaglanmistir.

Anahtar kelimeler: Zaman serisi, makine 6grenmesi, derin 6grenme, konut bazli elektrik enerjisi tiiketim tahmini.

Finding a Model for Forecasting the Daily Household Electrical Power
Consumption

Abstract

Developing a forecast model for phenomenon changing in time is a hard data analysis problem. Both machine
learning and deep learning techniques are used to develop models that can learn seasonality effect and holiday
patterns on electrical power consumption data, which form a time-series data set. In this paper, we try to develop
a forecast model based on learning algorithms for short-term household electrical power consumption using data
belonging to 30 different houses in a region in London.

Keywords: Time series, machine learning, deep learning, household electrical energy consumption forecasting.

1. Giris

Gliniimiizde sensor aglari ve nesnelerin
interneti konularindaki gelismeler veri {iretim
hizin1 olagan {stii arttirdigi igin bu verileri
saklamaya yonelik teknolojiler de ciddi 6lgiide
gelismistir. Bununla beraber, iiretilen bu
verilerden anlamli bilgileri ¢ikartmak ig¢in
bilinen istatistiksel makine &grenmesi ve
makine Ogrenmesinin bir alt grubu olan ve
beyin yapismmi temel alarak tasarlanan yapay
sinir aglart (YSA) modeli olan derin 6grenme
konularinda da ciddi gelismeler olmaktadir.
Ozellikle derin 6grenme tekniklerinin yapisal
olmayan veri kiimelerindeki basaris1 dikkatleri
bu alana ¢ekmeyi basarmistir [1].

[statistiksel makine &grenmesi uzun yillar
veri madenciliginde 6grenmeye dayali yontem
olarak kullanilmis ve buna bagli ¢ok ¢esitli
yontemler gelistirilmistir. Son doénemde bu
yontemler arasinda, birgok problemde teknigin

bilinen durumunda en iyi sonuglara ulasan iki
temel metodu goze ¢arpmaktadir: Bu metotlar,
cekirdek hileli dogrusal yontem [2] ve topluluk
ogrenme modeli [3] olarak bilinirler.

Ote yandan, akilli sebekelerde artik siklikla
kullanilan akilli sayaglardan da dakikalik veriler
almak miimkiin hale gelmistir. Anlik verilerin
sayaglarda depolanip saat baslarinda veya saatte
birka¢ kez merkezi bir veri depolama sistemine
gonderilmesi yaygin bir uygulama haline
gelmistir. Bu verilerden hareketle sistemdeki
kisa veya uzun vadeli gelecekteki -elektrik
enerjisi  talebinin  tahmini yapilabilir. Bu
calismada, Londra’da belirli bir bdlgede
bulunan 30 farkli evden yaklasik 3 yi1l boyunca
alman elektrik gili¢ tiiketimi zaman serisi veri
kiimesi i¢in uygun
bir tahmin modelinin gelistirilmesi
hedeflenmistir. Model, istatistiksel Ogrenme
algoritmalart olan c¢ekirdek hileli dogrusal
model ve topluluk o6grenme yontemleri ile
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birlikte zaman serileri i¢in uygun oldugu
literatiirde [1, 6] belirtilmis olan derin 6grenme
yontemi sonuclarinin karsilastirarak
olusturulmasina dayali olacaktir.

Bu ¢alismanin 2. boliimiinde zaman serileri
iizerine yapilan ve son tekniklerin bilinen
durumlarinda en iyi sonuglar1 veren ¢alismalar
ele almmaktadir. Veri kiimesinin tanimlayici
istatistikleri, Ozellikleri ve veri On islemede
kullanilan yontemler Boliim 3’te
anlatilmaktadir.  Bolim  4’te  kullanilan
yontemlere iligkin detaylar ve model se¢im
kriterleri sunulurken, B6lim 5 ile ¢alismanin
sonuglart ve gelecege yonelik yapilabilecek
calismalar verilmektedir.

2. iliskili Calisma

Bu bolimde zamana bagh degisim
gosteren olaylarin analizleri ve elektrik enerjisi
tilketim tahmin modellerine iliskin literatiir
taramalarma yer verilmistir.

Yu ve ark. [7] oncelikle enerji kullanimina
iligkin istatistiksel bir dagilim olusturabilmek
icin bir istatistik analiz modeli sunmaktadir.
Ayni calismada bir sonraki asama olarak, enerji
kullanimina iliskin tahmin modelini olusturmak
amaci ile destek vektor makinelerinden (DVM)
ve yapay sinir agindan (YSA) yararlanmiglardir.
Enerji titketiminin Gauss dagilimina
yakinsadigt ve DVM tabanli modellerin ¢ok
katmanli YSA’larindan daha isabetli tahminler
yaptig1 sonuglarma ulasmiglardir.

Kumar ve ark. [8] borsa verileri tizerinde
en iyi tahminleri yapabilecek algoritmalarin
detayli karsilagtirmalarini sunmuglardir. Ayrica
bu makalede, DVM ile rassal orman (RO)
algoritmast literatiirde bilinen diger algoritmalar
ile karsilastirilmis ve borsa verisi {lizerinde en
iyi tahminlerin DVM tarafindan yapildigi
gosterilmistir.

Cheng ve ark. [9] RO algoritmasi
kullanarak elektrik giic sistemlerindeki kisa
sireli ~ yiik  tahmininde  bulunmuslardir.
Ozniteliklerin sayismin ydntemin genellestirme
yetisini  diisiirmesinden dolay1 klasik RO
algoritmasinin kullandig1 farkli Oznitelik alt
kiimeleri yerine tiim Ozniteliklerin hesaba
katilip ortalama yontemi ile birlestirildigi bir
RO yontemi oOnermektedirler. Bu yontemin
mevcut miisterek Oznitelik se¢imine dayali
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yontemlerden daha
gostermislerdir.

Fugon ve ark. [10] calismalarinda riizgar
giici tahmini yapmak ig¢in destek vektor
makineleri, rassal orman ve yapay sinir aglari
modellerini  egitmislerdir.  Rassal orman
modelinin kisa vadeli riizgar giicii tahmini i¢in
en iyi sonuglari verdigini gostermislerdir.

Gers ve ark. [11] Mackay-Glass kaotik
zaman serisi i¢in Uzun Kisa Vadeli Bellek
(UKVB) modeli kullanarak belli bir zaman
penceresinde tahmin yapabilen bir model
sunmuslardir. Malhotra ve ark. [12] ise UKVB
ile  zaman serilerinde anormallik tespiti
yapmiglar ve sonuglarin  diger bilinen
anormallik tespiti yontemlerinden daha basarili
oldugunu gostermislerdir.

Filonov ve ark. [13] ¢ok degiskenli hata
tespit modelini UKVB mimarisi kullanarak
gelistirmislerdir. Ayn1 zamanda bu c¢alismada
siber saldir1 simiilasyonu ile UKVB tabanl
sistemlerinin basarisini gostermislerdir.

Gamboa [14] derin 6grenme yontemleri ile
zaman serileri lizerinde ¢alisacaklara rehberlik
etmesi amaciyla zaman serilerinde tahmin ve
anormallik tespiti iizerinde kullanilabilecek
derin 6grenme algoritmalarini incelemistir.

Zhang ve ark. [15] ¢ok degiskenli heterojen
zaman serisi veri kiimesinde olay siniflandirma

iyi sonuglar verdigini

problemi icin UKVB mimarisinden
yararlanmustir.

Tiirkiye’deki elektrik tiiketimini gelecege
yonelik  tahmin  etmek igin  Onerilen

caligmalardan biri olan Ogcu ve ark. [16]
yapmis oldugu ¢ok katmanli YSA ve destek
vektor baglanim (regrasyon) modellerinin
karsilagtirlldigt  calismadir. Bu ¢alismada,
Tirkiye'nin aylik elektrik tiiketim  verisi
iizerinde destek vektdr baglanim tahmin
modelinin ' YSA modeline goére olduk¢a iyi
sonug verdigi gosterilmistir. Kavaklioglu [17]
¢ok degiskenli destek vektdr baglanim modeli
kullanarak Tiirkiye’deki elektrik tiiketimini
sosyo-ekonomik  gostergelerin  fonksiyonu
olarak modellemeyi bagsarmig ve 1975 ile 2006
yillar1 arasindaki verileri kullanarak 2026 yilina
kadar olan uzun vadeli tiikketim miktarlarin
tahmin etmeye c¢alismistir. Tso ve ark. [18]
elektrik enerji tiiketiminin tahmini i¢in asamali
baglanim, karar agact ve ¢ok katmanli YSA
olmak iizere ii¢ ayr1 modeli incelemislerdir. Bu
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caligmada basit bir karar agaci1 modeli ile diger
iki modelden ¢ok daha basarili tahmin sonuglari
elde edilebildigini gostermislerdir.

Beccali ve ark. [19] Italya’da Palermo
bolgesinde, 1 Haziran 2002 ile 10 Eylil 2003
arasinda toplanan elektrik tiiketim verisine ek
olarak sicaklik, nem, global solar radyasyon,
atmosferik basing ve riizgar hizi verileriyle
birlikte calismuglardir. Yaptiklar1 ¢alismada
elektrik enerjisinin  konuta dayali elektrik
tilketiminin yakin dénem igin (bir saat sonrasi)
hava sicakligi ve klima kullanimi etkisini de
g0z online alarak tahmin etmeyi
amaglamiglardir. Bu amaca ulasmak igin 0z
devinimli Elman Yapay Sinir Aglart metodu
kullanmiglar ve modelin egitimi i¢in elektrik
enerjisi tilketiminden bagka degiskenler de
tanimlamiglardir.

Beccali ve arkadaslari ¢alismalarinda
zaman serisi problemlerinde kullanilagelen
yapay sinir aglart metodunun stabilitesi ve
tatmin edici performansi nedeniyle
uygunlugunu teyit etmis ve kisa donem elektrik
enerjisi talep tahminleme igin gegmis zaman
verileri yani sira konfor indeksi, iklimleme
cihazlart kullanimi gibi parametrelerin de goz
Oniine alinmasi gerekliligine dikkat
¢ekmislerdir.

Biitiin bu c¢alismalardan goriildiigii tizere veri
kiimelerinin zamana bagli oluslar1 gibi yapisal
bir benzerlik ve elektrik enerjisi tiiketim
tahmini gibi ortak bir uygulama alan1 (Bknz.
Suganthi, L., ve Samuel, A. A. [20] ile Swan, L.
G. ve. Ugursal, V. I. [21]) olsa bile model
gelistirme i¢in ortak bir yontem veya bir kural
iiretmek miimkiin olmamustir. Baz1 tekniklerin
benzer veri setlerine uygulanmis olmalarina
ragmen ¢ok farkli bagsarimlar elde ettigi
gbozlemlenmistir. Bu  sebepten c¢aligmada
kullanilan veri seti i¢in bir model dnerebilmek
amaciyla farkli tekniklerin karsilastirilmasi

sonucunda uygun bir modelin se¢ilmesi
yaklagimi benimsenmistir.
3. Veri Kiimesi

Bu calismada kullanilan veriler

Ingiltere’nin Londra sehrinde akilli sayag enerji
tiketimi (Smart Meter Energy Consumption)
veri kiimesine aittir [5]. Veriler Kasim 2011 ile
Subat 2014 zaman araliinda ve her yarim
saatte bir olacak sekilde 30 farkli evin KW saat
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tiiriinden elektrik gii¢ tiiketimi kayitlar1 olarak
toplanmugtir. Tiim veri kiimesi toplamda 1
milyon adet gozlem igermektedir.

Veriler kullanilmadan o6nce 6n islemden
gecirilmistir. Aykirt deger kontrolii yapilmis ve
veri setinde aykirt deger olmadigi i¢in 6n islem
asamasit iki kisimdan olusmustur: eksik
verilerin giderilmesi ve veri doniisiimii. Ilk
asamada tim veri kiimesinde toplam 29 eksik
veri igeren kayit oldugu tespit edilmis ve eksik
olan bu  gozlemler veri  kiimesinden
cikartilmistir. On islemenin son asamasi olan
veri donligimii iki sekilde uygulanmustir.
Birinci adimda zaman bilgisi Unix zaman
kayitlarina gevrilip tim gozlemler bu bilgi ile
indekslenmistir.  Veri  doniisiimiiniin  son
adiminda ise yarim saatte bir olarak toplanmis
olan gozlemler tarih-endeks bilgisi kullanilarak
KW saat tiiriinden giinliik elektrik gii¢ tiiketim
miktarlarina doniistliriilmistiir.

Sekil 1 veri 6n isleme asamasindan sonraki
gergek giinliik gii¢ tiiketimleri KW saat
tiirlinden gostermektedir.

N Daily Power Consumption
550
= Real data
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=00
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200
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100

15300 15400 15500 15600 15700 15800 15800 16000 16100 16200
Date in Unix Time Stamp

Sekil 1: Veri On Isleme Sonrasi Giinliik Gii¢ Tiiketimi

Verisi.

4. Yontemler

Bu calismada  istatistiksel =~ makine
o0grenmesinde durumlar1 bilinen tekniklerden
bir ¢ekirdek hileli dogrusal model olan destek
vektor baglanim modeli, bir topluluk 6grenme
algoritmasi olan rassal orman baglanim modeli
ve makine 6grenmesinin bir alt grubu olan derin
o0grenmede yapay sinir aglarindan esinlenilerek
zaman serisi ve sekans verileri i¢in tasarlanmig
olan uzun-kisa vadeli bellek (UKVB) olarak
isimlendirilen YSA modeli egitilmistir. Bu
modellerin egitilmesinde kullanilan araglar
sunlardir:
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¢ Python 2.7 Programlama dili

e Sklearn 0.18 Istatistiksel makine 6grenmesi
kiitiiphanesi

e Tensorflow
kiitiiphanesi

1.0.2 Derin O0grenme

e Keras 2.0 Yiiksek seviyeli derin 6grenme
kiitiiphanesi

[ ]
4.1 Destek vektor baglanim modeli

Destek vektdr makineleri karar smifinin
maksimum marj ile simiflardan ayrilmasina
dayanan bir ikili siniflandirma modeli olarak
Cortes ve ark. [4] tarafindan gelistirilmistir.
Dogrusal olarak ayrilabilen veri kiimelerinde
basarili olmasina ragmen dogrusal olarak
ayrilamayan verilerde oldukca basarisizdir. Bu
problemi asabilmek amaciyla cekirdek hileleri
gelistirilmistir.  Cesitli  ¢ekirdek  hileleri
bulunmaktadir. Dogrusal olmayan verilerde en
stk kullanilan g¢ekirdek hilesi ise radyal bazli
fonksiyondur.

Destek vektor makineleri siniflandirma
amaciyla kullanilabilecegi gibi  baglanim
problemleri i¢in de kullanilmaktadir. Bu
calismada DVM dogrusal olmayan baglanim
problemi olarak ele alinan giinliik elektrik gii¢
tiiketimi (Bknz. Sekil 1) verisine tahmin modeli
olusturmak amaciyla radyal bazli fonksiyon
cekirdegi hilesi kullanilarak uygulanmustir.
Sekil 2’de turkuaz renk ile gizilen ¢izgi DVM
baglanim modelinin tahmini degerlerini, kirmiz
cizgiler ise gercek degerleri gostermektedir.
Modelin veri ilizerindeki mevsimsel etkiyi ve
egilimleri yakaladigi rahatlikla goriilmektedir.

Da%’opawar Consumption Forecasting with Support Vector Regression Model
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Sekil 2: Destek Vektor Baglanim Tahmin
Modelinin Gergek Degerlerle Uyumu.
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4.2 Rassal orman baglanim modeli

Rassal orman algoritmasi rassal alt
Oznitelik kiimelerinden olusturulmus birden
fazla smiflandirma ve baglanim agaci igeren bir
topluluk 6grenme algoritmasidir [22, 23]. RO
modeli baglanimda ve siniflandirma
problemlerinde ¢ok sik kullanilan bir modeldir.

Rassal orman algoritmas1 esit sayida
rastgele gozlemler iceren agac sayist kadar alt
egitim kiimeleri tarafindan egitilir.

Daily Power Consumption Forecasting with Random Forest

— Real data
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Sekil 3: Rassal Orman Baglanim Tahmin Modelinin
Gergek Degerlerle Uyumu.

Smiflandirma ve baglanim problemlerinde
gozlemler her bir agacin yapraklarinda bulunur.
RO modeli smiflandirma problemlerinde
ormant olusturan karar agacglarinin en fazla
oylamis oldugu smifi test verisine atar.
Baglanim problemlerinde ise, her bir baglanim
agacmmin  nihai  yapragindaki = gdzlemlerin
ortalamast ve en sonunda her bir baglanim
agacindan gelen sonuglarin ortalamasi ile test
verisinin baglanim degeri elde edilir.

Sekil 3’de 1000 baglanim agac1 ile
olusturulmus RO modelinin gercek verilerle
uyumu gosterilmektedir. Bu modelin mevsimsel
etki ve egilimleri ¢ok iyi Ogrendigi ve gergek
verilere  yakin  tahminlerde  bulundugu
goriilmektedir.

4.3 Uzun-kisa vadeli bellek sinir ag1 modeli

Uzun-kisa  vadeli bellek bir cesit
6zdevinimli yapay sinir ag1 modelidir [1, 24,
25]. Ozdevinimli yapay sinir aglarinda her bir
sinir hiicresi modeli bir geri besleme dongiisiine
sahiptir. UKVB mimarisi ¢ok katmanli yapay
sinir ag1 mimarisinden farkli olarak zaman
ekseni lzerinden de egitilmeyi miimkiin
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kilmaktadir. Geri besleme ¢evrimi agirliklarin
yenilenmesinde bir &nceki ve bir sonraki
gozlemin belirli bir zamandaki degerlerini
dikkate almay saglar.

Klasik ¢ok katmanli YSA modelinden
farkli olarak, UKVB modeli egitilmesinde bir
cesit geri yayilim algoritmasi olan zaman ile
geri yayilim (Backpropagation Time Through)

kullanilir.  UKVB  egitiminde  yasanan
gradyanlarin sénmesi ve patlamasi problemini
ortadan  kaldirmak i¢gin  bu  yOntem

gelistirilmistir [26].

Sekil 4’te 500 adet sakli sinir hiicresi ile
olusturulmus UKVB modelinin gergek veriler
ile uyumu goriilmektedir. Bu model egitilirken
capraz dogrulama yoOntemi ile en uygun zaman
adimu (time step) degeri 1 olarak se¢ilmistir. Bu
modelin  mevsimsel etkiyi, diger zaman
orintillerini ve  egilimlerini  6grendigi
goriilmektedir. Ancak yer yer tahminlerinin
DVM ve RO baglanim modellerinin ve gergek
degerlerin gerisinde oldugu acikca
goriilmektedir.

4.4 Degerlendirme olciitleri

Bu ¢alismada gelistirilen modeller ii¢ farkli
Olciite gore degerlendirilmistir. Sirasiyla bu
Ol¢iitler R-Kare, diizeltilmis R-Kare ve ortalama
mutlak hata oOlgiitleridir. R-Kare gergek bir
fonksiyon ile o fonksiyona ait kestirimin ne
kadar uydugunu 6lgen bir metriktir.

iy’
R = Zij}/lz @)

Denklem (1) R-Kare olgitiiniin tanimini
vermektedir. Bu denklemde § tahmin
degerlerini ve y ise gergek degerleri
gostermektedir. Bu oran 1’e ne kadar yakinsa
gerceklestirilen egri uydurma islemi de o kadar
basarilidir.

(1-RH(N-1)

Diizeltilmis R? = 1 —
N—p-1

@

Denklem (2)’de ise diizeltilmis R-Kare
Olcutiiniin tanimi verilmektedir. Bu denklemde
R? denklem (1)’de hesaplanan R-Kare degerini,
N gozlem sayisint ve p ise baglanimda
kullanilan 6znitelik sayisin1 gostermektedir. Bu
deger 1’e¢ ne kadar yakinsa baglanim o kadar
basarilidir.
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SE‘%)alily Power Consumption Forecasting with LSTM Regression Model
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Sekil 4: Uzun-Kisa Vadeli Bellek YSA Tahmin

Modelinin Gergek Degerlerle Uyumu.

Ortalama Mutlak Hata = %Zi lvi — %l 3)

Ortalama mutlak hata kayip ya da maliyet
fonksiyonu olarak denklem (3)’teki gibi
tamimlanir. Baglanimda bu maliyet degerinin
minimize edilerek olabildigince en kiigiik deger
olmasi beklenir.

Tablo 1: Modellerin Degerlendirme Olgiitleri.

Model R? Diizeltilmis R? OMH

DVM 0.943774 0.943684 15.324859
RO 0.984872 0.984848 7.449141

UKVB 0.906085 0.905933 21.847188

RO algoritmasimin giinliik elektrik gii¢
tiilketimi tahmininde her ii¢ metrikte de diger iki
algoritmadan ¢ok daha iyi oldugu Tablo 1’de
goziikmektedir.

4.5 Model secimi

Modellerin en 1iyi sonuglart verdigi
parametrelerin uygun degerlerinin bulunmasi ve
tim model egitimlerinin bu parametreler ile
gerceklestirilmesi model secim agamasidir. Bu
asamada k pargali ¢apraz dogrulama islemi
tercih edilmistir.

Model  parametreleri  4-Parcali  ¢apraz
dogrulama kullanilarak segilmistir. Tim veri
kiimesinin rassal %80’ni egitime geriye kalan
rassal %20’lik kism1 ise deneye ayrilmistir. En
diisiik mutlak hata kayip skorunu veren model
secilmis deneyler  bu  modeller ile
gerceklestirilmigtir.
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5. Sonug¢

Makine Ogrenmesinde ve veri
madenciliginde tiim veri kiimeleri i¢in genel
gecer 1yi sonuglar veren bir model olmayacagi
“No Free Lunch Theorem” [27] olarak ¢ok iyi
bilinmesine  ragmen literatirde @ UKVB
modelinin zaman serisi tahmin modellemesinde
oldukea basarili olduklari 6ne siiriilmektedir [1,
11, 13, 14, 15].

Bu calismada veri madenciliginde durumu
bilinen tekniklerden ¢ekirdek hileli, topluluk ve
derin Ogrenme yontemlerinden literatiirde
zaman serilerinde tahmin modelleri igin en iyi
sonuglar1 veren destek vektor baglanim, rassal
orman baglanim ve uzun-kisa vadeli bellek
YSA modelleri R-Kare, diizeltilmis R-Kare ve
ortalama mutlak hata Olgiitlerine  gore
karsilastirilmigtir. Elde edilen sonuglar giinliik
elektrik giicii tiiketimi problemi i¢in en uygun
modelin bir topluluk 6grenme algoritmasi olan
RO yontemi oldugunu gostermektedir. DVM ve
UKVB yontemleri ise umut verici sonuglar
gostermesine ragmen RO baglanim modelinin
oldukca altinda kalmistir. Bdylece UKVB
modelinin zaman serisi tahminlerinde genel
gecer bir  yaklasim  olmadigt  agikca
gosterilmistir.
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