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Öz
Nörobilimdeki nöral aktivite görüntüleme ve 

nörolojik durumlar tedavi edilebilecek, motor ve 

sistemleri ve protezler 
Beyin-Makine ya da Beyin-Bilgisayar Arayüzleri 
(BBA) son 10-

elektroensefalografi (EEG) görüntüleme, 
fonksiyonel manyetik rezonans görüntüleme, 
deneklerin görsel h

nöral veri analiz teknikleri ve BBA deneysel 

aktivite dinamik modelleri, temel nörobilimde 
beyindeki nöral aktivite analizi ve 

verilerin kullanan dinamik modelleme üzerinde 
. B

ve askeri uygulamalar ile yürüme protezleri, karar 

komple BBA çözümlerinin Türkiye’de

Anahtar Sözcükler: Beyin-bilgisayar arayüzü,
elektroensefalografi, sinirsel protezler, 
nörogörünteleme,
nörobilim

Abstract
The rapid development of neural activity imaging 
and analysis techniques in neuroscience in recent 
years has helped us to understand how information 
is processed in neural networks in the brain. 
Thanks to the new approaches and developments 
related to the organization and functioning of 
neural networks, medical neurological conditions 
that seem impossible to solve can be treated, and 
radical new communication systems and medical 
prostheses can be made that can improve the 
quality of life for thousands of people with motor 
and communication deficiencies. Brain-Machine or 
Brain-Computer Interfaces (BBA) is a new field of 
research that has made rapid progress in the last 
10-15 years. Noninvasive electroencephalography 
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(EEG) imaging, functional magnetic resonance
imaging, and visual memory of subjects were found 
to be successful. Since statistical neural activity 
dynamic models have been successful in the 
analysis and interpretation of neural activity in the 
brain in basic neuroscience, this study focused on 
the dynamic modeling used in EEG BBA neural 
activity data. In the future, both in the international 
arena with the study of health used in Turkey, 
civilian and military applications with walking 
prosthesis, decision making systems or semi-
automatic robot and help to control devices such as 
camera systems or provides high-level control of 
complete BBA solution developed in Turkey to will 
contribute.

Keywords: Brain-computer interface, 
electroencephalography, neuroprosthetics, 
neuroimaging, machine learning, computational 
neuroscience, scientific computing

Sinirbilimdeki son uygulamalar, beyin-bilgisayar 
veya beyin-makine arayüzleri (BBA veya BMA)

bölümü, operatörün beynindeki nöral aktiviteye 

duyargalar ile 
toplanan görüntü veya ses için duyarga verisi ile 
sinir sistemini harekete geçirerek fonksiyonel 

eyin aktivitesi görüntüleme, veri 
kaydetme, veri

ma 

(EEG) BBA sistemleri ilmektedir. EEG 

askeri araç ko
uygulamalarda önemli bir potansiyele sahiptir. 

tekerlekli robot sandalyeleri ve iskelet

sorunlar

-
%80-
ileri düzey göre

problemin üstesinden gelmek için intracranial 
Elektroensefalografi nöral aktivite görüntüleme 

Lineer (Fisher) Diskriminant 
Analizi (LDA), Destek Vektör Makineleri (Support 
Vector Machines, SVM) ve yapay gibi 

potansiyeldedir. EEG BBA’daki problemlerinin 

dinamik modellerini baz 
. EEG sinyali, zamana 

olup, sinyal 

. -to-
noise ratio, SNR) ve EEG BBA veri 

azaltarak
EEG sinyalinin nörofizyolojik 

da genellikle 

EEG sinyalinin 

e 

yöntemlerinin 
[1-5]. 

2. EEG BBA Verilerini Elde Etme
Son EEG BBA ar
motor, pre-motor korteks ve parietal lobda 

potansiyelleri (Event-Related Potentials, ERP) 
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da en çok 

görünen lateralized ve Bereitschafts potansiyelleri 
gibi motor ve motor planlama potansiyelleridir. 
Özellikle, lateralized potansiyeli, bir hareket 

eylemlerini fark etmek
, ayak 

%80-

ilgili ERP en büyük genlikte EEG parietal lob ve 

[6-10].

-1:
[19]

[Parietal lobdaki F3-F4-P4-

-18].

-
motor sinyalindeki önemli olan beyin bölgelerini 

bölgeler: presentral girus 
(precentral gyrus), postsentral girus (postcentral 
gyrus), yan premotor korteks (lateral premotor 
cortex), superior temporal sulkus (superior temporal 

sulcus), dorsal ve ventral prefrontal korteks (dorsal 
and ventral prefrontal c -28] 

ya da Kullback-

zamanda, EEG BBA uygulamala
-100 Hz) ve 

Bu sorunun çözümündeki en önemli engel, üniform, 

EEG BBA veri kümesini internette bulunabilirken, 

için olan 3 EEG BBA veri kümesini içermektedir. 

-

MI) durumlu B
-

EEG BBA veri kümelerinin 

-

dakika (toplam 32 saat) ve 240 

büyük EEG BBA ve

(Independent Component Analysis, ICA) [6] ve 
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süperpozisyonu ifade eder. 

E=A*S= AlmSm (1)

sinyallerini temsil eden bir vektördür. 

E=(E1(t),E2(t),…,En(t))                            (2) 

temsil eden bir vektördür.

S=(S1(t),S2(t),…,Sk(t)) (3)

lm) bu 

zaman dizisi S(t) bilinmez. 3.2. bölümünde yer alan 

EEG sinyalin lokal olan elektrik sinyallerinin 

-A-Posteriory 

ICA, kas hareketlerine 
(Elektromyogram, EMG) ya da göz hareketlerine 

r. 

Berlin Beyin 
Bilgisayar Arayüzleri (BBBA) projesinin 3. BBA 

mik modellemesi 

dinamik 

ilgisiz

r

zaman-

Bu, EEG sinyalinden baz sinyalinin 

korteksteki nöral popülasyon
aktivitesini 
(hidden Markov model, HMM) kullanarak daha 

-
H
ganglion hücrelerinin temel aktivitesini 

-

sinyalinin modellemesi ve analiz edilmesi için 
benzer 

LDA, QDA (Quadratic Discriminant Analysis) ve 

 

hal durumunda EEG BBA %100 performans 
LDA, bugünkü pratik EEG BBA 

 [29-
36

bütün 

genliklerini, E={Ei
hiper- .  
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-2: Hiper düzlem [31]

diskriminant analizinde QDA hiper düzlem, 

için seçi
örnekleri önceden verilmelidir. LDA ve QDA da 

emi belirten dik vektör w=C-
1(m1-mO) 0,1

lm=E(ElEm) iki 

B

7-38

en iyisi olan bir yöntem olarak 

birçok durumda yüksek performans gösterir [29]. 

k
uygulanabilir. 

Ön-Seçimi
-seçiminin 

özellik, genellikle bir elektrottaki belirli frekanstaki 
-

seçimi, mak ,   
seçimidir. EEG BBA verilerinin yüksek boyutlu 

ön-seçim gereklidir. Bu nedenle, EEG BBA 

için iyi bir yöntemdir. Bu nedenle EEG BBA 

-seçimi bir 

EEG BBA özelliklerinin ön-seçimi için sistematik 

2

yüksek R2 ye sahip olan en etkili özellikler 
k

-19, 39-40]. 

-Leibler 
-27]. Bu 

hesaplama bütün elektrotlar ve EEG sinyal 

çmek için 

-one-

verileri kullanarak EEG BBA’nin performans 

edilir. Bütün özellikler için bu süreci 

TÜRK YE B L M VAKFI B LG SAYAR B L MLER  ve MÜHEND SL  DERG S  (2020 Cilt:13 - Say :2) - 5



B zellikler ilk önce 

1-
42

bilgi, 

I(X,Y)=H(X,Y) H(X|Y) (4) 

H(X,Y)=EP(X,F)[logP(X,Y)] (5)

H(X|Y)=EP(X|F)[logP(X|Y)] (6)

kar

-

P(X|Y)=P(X,Y)/P(Y)=P(X,Y)/ XP(X,) (7)

penceresi (Parzen-window), hareketli ortalama, 

yöntemleri [43] ile hesaplamak mümkündür.

3.3. EEG BBA Sinyalinin Robot 
Uygulamalardaki Kontrol Sinyaline 

i olan EEG BBA 

E

anda uyg
için motor ERP, P300-tip sinyali veya SSVEP-tip 

ileri/geri ilerleme gibi 

parmak hareketi, 

kullanabilir [44-54]. Bu EEG BBA kontrol modeli 
için en kritik olan BBA performans ölçümü 

modelinde EEG BBA sinyali, robotun hareketini 
sürekli 
durumda lineer model gibi sürekli bir model, robot 

in V= -19, 45-47] 

sinyalini de ayarlar ve robot kolunu
kontrol edebilir. Bu EEG BBA kontrol modeli için 
en kritik olan BBA performans ölçümü, istenilen, 
tahmin edilen ve kontrol eden sinyalleri S 

2 dir. 

latörün yörüngelerinin örnekleri 

TÜRK YE B L M VAKFI B LG SAYAR B L MLER  ve MÜHEND SL  DERG S  (2020 Cilt:13 - Say :2) - 6



pozisyonunda daire .

, bu durumdaki eylem tamamlanma 
2=1) için 3 
2=0.2) için 

10-

-3:

manipülatörün yörüngeleri

-4: Simülasyonu
regresyon kontrol modelini kullanan EEG BCI 

0.7-

-0.7 dir. 
Bu durum, EEG BBA’lerin temel pratik 

lendirme 
Ölçümleri

olarak bir iki saniyede bir hali uygulayabilirse, 
BBA’ya bir dakika içinde gönderilebilecek bilgi 60 

edilebilir. Bu durumda denek BBA’ya dakikada 60 

peller-

60*60 log24=120 4-
46]’deki bilgisayar kürsörün hareket kontrolünü 

hareketler 
ayarlayan “regresyon” modeli EEG BBA’leri için 
istenilen ve tahmin edilen sürekli kontrol sinyal 

2, istenilen ve 
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ri

4.1. EEG Sinyal Modeli

52-53]. Korteksteki 
lokal kaynaklar, korteksteki lokalize alanlardaki 
nöral 

üretilen net elektrik sinyalini kaynaklardan beyin 
na EEG 

sinyali, uzaysal ve kafa yüzeyinde elektrik 

-zamansal 

olarak temsil edilir.

E(t) = AS(t)+ (t) (8)

Bu formülde, E=(E1, E2,…, En) bütün EEG 
elektrotlardaki belirli zamandaki elektrik potansiyel 

elektrotlardaki 

aktivitesini temsil eden vektör ve

elektrik potansiyel desenini temsil eden uzaysal 
filtre matrisidir. Hem A hem de S bilinmeyenlerdir. 
EEG zaman serisi E(t) ölçümlerinden elde edilir.
Bu sorunun çözümü ICA yöntemi [29, 55] ve 

[55]. Dikkat edilirse EEG 

51] yüzünden ve 

Elektrottan hem daha az hem de daha 

56-57]. 

Modeli
nda hem kaynaklar 

hem de EEG sinyalini temsil etmek için IID 
6-58]. 

aktivitesini modellemek için nöral alanlar çerçevesi 

9-65]. Nöral alanlar teorisi 
ki 

sinyal entegrasyon süresinin fazla
Böylece lokal nöral 

elde edilir. Nörondaki sinyal entegrasyon 

durumlara 

uzay-

Nörol alanlar teorisinde uzaysal far
nöral aktiviteyi belirlemek için o 

 Bu
F(I) 
F(I), 

fonksiyonu genellikle lojistik fonksiyonu ya da 
Heavyside step-fonksiyonunu olarak modellenir. 

nöronla

nöral
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I= w(y x)S(y,t ) (9)

Burada w, nöral popülasyondan x 

kullanarak,

S(x,t)=F( w(y x)S(y,t ))  (10)

integro-diferansiyel yani nöral alan denklemidir. 

( ) = + ( ) ( ) + ++ .                                                        (11)

Bu formülde, Si(t)

fonksiyonu F 
ij( )

Ii terim kullanarak temsil edilir. K. X terimi, X 

temsil eder. X 

in
u belirten 0 veya 

1’ler içeren bir vektör olabilir.

X=(X1,X2,X3,…,XN) (12)

Xk
erli zamandaki 

X=(X(t),X(t-1),X(t-2),…,X(t-T)) (13)

matris olarak ve K

(otoregresif terimler wii( )

ij( )

i(t) için dinamik bir 
model sunar. Aktiviteler, birkaç parametre 

Bu parametreler 
d=(I,w,K, )

olarak belirlenir. i,
ii( )

ij( )
modülasyon modeli K ve gürültü parametreleri  ve 

ve 
var olan gürültüyü temsil eden rastgele 

i=j durumunu da 
içerir

Modelinin Tahmin Edilmesi
modelini

önce dinamik modelin parametreleri, mevcut EEG 
verileri kullanarak tahmin edilmelidir. Bunun için 

bilinmeli
dinamik süreci 

( )~ ( ( )| ( ); )( )~ ( ( )| ( 1); )X (14)

P(Y|X) ile belirtilir. t
pirior (önceki durum) X(t-

-
parametre kümesi olup, hem P(Y|X)  hem de 
P(X(t)|X(t-1)) parametrelerini içerir. Bizim 

güçleri w ve formüllerinin 
parametrelerini içerir. 

ve dinamik model S 
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( ) = ( ) + ,       (gözlem modeli)( ) = + ( ) ( ) + + +                                                            

(dinamik model)

parametrelerinin tahmin edilmesi çok iyi bilinen ve 
5-67]. 

Genellikle HMM parametreleri Maximum-A-

durum serisi X ve parametreler

( , , ) = ( ) (0) ( (0)| (0); )( ( )| ( ); ) ( ( )| ( 1); )P       (15)

P(Y|X) ve P(X(t)|X(t-1)), normal gürültü  

log ( | ) = ( ( )) /2 + P)

(16)log ( | ) = ( ( )) /2 +   

(17)

-1)) 

rensip olarak elde edilebilir. 
-A-Posteriori 

tahmini) var olan gözlem serisi Y için posterior 

süreç 

rildiyse, ilgili süreçte Y gözlemi elde 

Bilinmeyen 
üretici sürecinin parametrelerini tahmin etmek için 

Y 
ve belirli 

Bayes teoremi, sabit gözlem Y için süreç modelinin 

. 

       (18)

Y' nin ( ) =( , ) P(Y, )
var

(19)

ilde el ile 

- - 2 2)

P(
olarak bulunabilir. Bura

de

varsayabiliriz. Bu durumda HMM’nin parametreleri 

HMM p

Pratik durumda X' e göre integral, yüzlerce ve 
binlerce nokta içeren çok uzun zaman serisi X'e 
göre integral demektir. Böyle bir integral yüzlerce 

bu integrali almak mümkün 
sorunun çözümü

(EM) di 4]. 
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tahminleri
hesaplamadan üretebilen iteratif istatistiksel 
yöntemdir.

ile model parametreleri 

örneklerinin X’e göre integralini almak gerekir. Bu 

ortalama log-

( | ) = ( | , )[log ( , , )] =log ( , , ) (20)

Y
bulmak için

integral 
üzerinde HMM parametrelerin 

[log 
yonudur. 

-backward” veya “filter-

Markov sürecinin önce ileri yönde sonra geri yönde 
inceleme

i
ile

1’den zaman t’ye kadar bütün gözlemler demektir. 

)|Y(1)) bilince P(X(t)|Y(1:t))’den 

( ( + 1)| (1: + 1)) =( + 1) ( + 1) ( + 1) ( ) ( )| ( : )( ) ( ( )| ( : ))
(21)( + 1) (1: ) =( + 1) ( + 1) ( + 1) ( )( )| (1: )( ), ( )
(22)

-serisi 

 P(X(T)|Y(1:T)) 

bilince P(x(t+1:T)|Y(1:T))’den önceki 
P(X(t:T),Y(1:T)) elde etmek için

( : ), (1: ) =( ) (1: ) ( ( )| ( ) ( ( )| ( ))( ( )| ( : ) ( ( )| ( : )) ( ( +1: )| (1: )).         (23)

71-72]. 
“Forward-backward

i,

2T) 
6-68

“forward-backward” uygundur.

-

E(t)=AF[I(t)]+

( ) = + ( ) [ ( )] + + .

(24)

parametrelere göre içbükey olup, I ve w 
parametrelerin lineer fonksiyonudur.[log ( , , )] ( ) ( )( ( ) ( )) + , 

(25)( ) = + ( ) [ ( )] + (

(26)

Bu optimizasyon problemi için konveks
optimizasyon yöntemleri kullanarak fazla

yöntemleri konveks optimizasyon teorisinde 

TÜRK YE B L M VAKFI B LG SAYAR B L MLER  ve MÜHEND SL  DERG S  (2020 Cilt:13 - Say :2) - 11



Nöral aktivite floresan görüntüleme verileri 

edilmesi için benzer analitik çerçeve, algoritma ve 

benzer Bayes ve EM çerçevi kullanarak 1000 nöron 

tir [73 3]’de 

analitik ve hesaplama çerçevesinin hesaplama 
ancak bu

problemin üstesinden gelinebilir

1000- 3]’de 

pr

-100 kat 
-

ve algoritma pratik uygulamalarda 
rmektedir. 

BBA Kontrol Sinyali Tahmin 
Edilmesi

hali EEG sinyal modelinde KX terimi kullanarak 

içerebilen (0-pasif hal ve 1-

EG sinyal 

-1),X(t-
2),…,X(t-

halinin etkisini içeren modeller de uygulanabilir. 

var

halinin tahmin edilmesi, elde edilen EEG verileri E 
kullanarak EEG sinyal modeli seçilmesi demektir. 

n
X

EEG BBA kontrol eden sinyali tahmin etme 
problemi, 4.3 bölümündeki EEG zaman serisinden 
EEG sinyal modelinin parametreleri 

uygun EEG kontrol modeli 

Daha spesifik olarak EEG sinyal modeli 

serisinin EEG sinyali E

n
X

n X için örneklemden 
ak 

n X

X X n X) durumunda 
X n n n) gerektirir. Bu durumda, 

eder. 

bilir.

sinyali belirlenme problemleri çözülebilir. 

zihinsel hali 
sinyal zaman serisi elde edilmelidir. EEG sinyal 

n X

temel 
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5. Sonuçlar

uygulama 
yetersizdir. BBA, temel sinirbilim ve matematiksel 

nöral aktivite modelleri 
hem temel nörobilimde hem de nöroprotezlerde 

  

lar yetersizdir. Bu yeni veri analiz 
ekniklerinin 

  EEG 
BBA verilerini analizinde

. Bu 

sinyalinin modellenmesi için EEG sinyalini 
beti

SVM, QDA, LDA, KNN ve HMM 
gibi 

(SVM ve LDA) hem de yüksek varyans (KNN) 
çok iyi performans 
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